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Resumen

El presente trabajo, tiene por objetivo principal la segmentación del mesencéfalo en imágenes
de resonancia magnética. Para lo que se consideran las ventajas y desventajas del método de los
contornos activos, aśı como las caracteŕısticas de las imágenes con que se cuenta. Además, condensa
los temas comúnmente tratados en la teoŕıa de level sets; si no de una forma en exceso profunda,
śı a manera de gúıa introductoria. Se explican los temas necesarios para comprender dicha teoŕıa.

Los primeros tres caṕıtulos son la base teórica y sustento de la tesis. Se trata una breve des-
cripción del mesencéfalo y un panorama de los métodos de segmentación, profundizando en los level
sets. En los últimos se presentan las pruebas, resultados y conclusiones.

Se describe al órgano de interés en el caṕıtulo 1. Se citan algunas investigaciones relacionadas
a enfermedades detectadas y aparentemente vinculadas al mesencéfalo. Advertir la necesidad e im-
portancia de un proceso de segmentación, son el objetivo de esta sección.

En el caṕıtulo 2, se explica el concepto de segmentación y algunos métodos para efectuarla. Se
marca el punto de partida para la introducción del método elegido para segmentar.

El caṕıtulo 3, da la teoŕıa necesaria para entender el método de level sets, su formulación y ven-
tajas. Se presentan dos modelos de contornos activos para detectar bordes usando este método. A
partir de lo documentado acerca de ellos, se escoge a uno como solución para segmentar. Terminada
la parte teórica, empieza la experimental; aśı, en el caṕıtulo 4, se mencionan las expresiones discretas
usadas para implementar el método elegido y se presentan algunas de las pruebas realizadas.

Los resultados y evaluaciones numéricas se hacen en el último caṕıtulo. Para esto se emplea
la distancia de Hausdorff y el coeficiente de DICE. Los contornos detectados, se comparan con
segmentaciones manuales.
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4.4. Función inicial alejada del mesencéfalo para una imagen de RM . . . . . . . . . . . . 51
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ÍNDICE DE FIGURAS ÍNDICE DE FIGURAS

4.12. Acercamiento a los contornos de la figura 4.10 . . . . . . . . . . . . . . . . . . . . . . 59
4.13. Acercamiento a los contornos de la figura 4.11 . . . . . . . . . . . . . . . . . . . . . . 59
4.14. Acercamiento al último corte de la figura 4.13 . . . . . . . . . . . . . . . . . . . . . . 60

5.1. Comparación de contornos C-V y manuales entre cortes adyacentes . . . . . . . . . . 64
5.2. Comparación de contornos C-V y manuales, cortes siguientes adyacentes a los de la

figura 5.1 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 65
5.3. Contornos detectados en los siete primeros cortes adyacentes que contienen al me-
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Caṕıtulo 1

Introducción

En este caṕıtulo se da una breve descripción del órgano de interés: el Mesencéfalo. Es necesario
conocer su localización aśı como su estructura o forma f́ısica, pues de esta manera se obtendrá un
mejor panorama de la forma en que está siendo realizada la segmentación de dicho órgano. Poste-
riormente se hará mención de algunas de las patoloǵıas relacionadas al mesencéfalo, con lo que se
ilustrará la importancia que tiene el estudio de esta estructura en el campo de la medicina. Junto
con esta última parte de la investigación, se presentan algunas de las segmentaciones manuales
consideradas para tales estudios.

1.1. El encéfalo

El encéfalo consta de cuatro partes principales: el tronco del encéfalo, el cerebelo, el diencéfalo
y el cerebro (figura 1.1).

Figura 1.1. Partes del encéfalo: cerebro, diencéfalo, tronco encefálico y cerebelo [1].

El tronco del encéfalo consta de tres partes: el mesencéfalo, la protuberancia y el bulbo raqúıdeo.
Este sistema se encarga de mantener la conciencia y el despertar.
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1.1. El encéfalo Caṕıtulo 1. Introducción

El cerebelo ocupa la porción posterior inferior de la cavidad craneal. La función principal del
cerebelo es la coordinación de los movimientos, la postura y el equilibrio.

El diencéfalo se sitúa entre el tronco del encéfalo y el cerebro. Consta de dos partes principales:
el tálamo y el hipotálamo.

El cerebro constituye la mayor parte del encéfalo y se apoya en el diencéfalo y el tronco del
encéfalo. Consta de la corteza cerebral (capa superficial de sustancia gris), la sustancia blanca
(subyacente a la corteza cerebral) y los núcleos estriados (situados en la parte más profunda de la
sustancia blanca) [1].

1.1.1. El Mesencéfalo

El mesencéfalo, también llamado cerebro medio, es una región pequeña del cerebro que sirve
como puerta de enlace que conecta el tronco encefálico y el cerebelo con el cerebro, además contiene
estructuras importantes para regular la capacidad de movimiento de los ojos y las pupilas, de mediar
la planificación motora y la adicción, aśı como para modular el dolor, el comportamiento defensivo
y la temperatura. Las enfermedades más comúnmente asociadas con esta región del cerebro son
derrames cerebrales, esquizofrenia y desórdenes neurodegenerativos, especialmente trastornos del
movimiento, como la enfermedad de Parkinson (EP), y degeneración axonal retrógrada [2, 3].

El mesencéfalo se encuentra atravesado por un conducto estrecho llamado acueducto de Silvio,
que contiene ĺıquido cefalorraqúıdeo. Está integrado por el tectum, que se localiza en la porción
dorsal del mesencéfalo, y el tegmentum que es la porción del mesencéfalo que se encuentra debajo
del tectum. Incluye en el extremo rostral de la formación reticular, varios núcleos que controlan los
movimientos oculares, la materia gris periacueductal (constituida por cuerpos celulares de neuronas),
el núcleo rojo y la sustancia negra que son componentes importantes del sistema motor (ver figura
1.2) [4].

(a) Localización del corte transversal (b) Sección transversal del mesencéfalo

Figura 1.2. Partes internas del Mesencéfalo [5].
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1.2. Estudio del mesencéfalo en imágenes de resonancia magnética Caṕıtulo 1. Introducción

1.2. Estudio del mesencéfalo en imágenes de resonancia magnética

La existencia de enfermedades con śıntomas en común hace más complicado un diagnóstico
correcto y oportuno, lo que puede causar una prolongación considerable en el tiempo de inicio de un
tratamiento adecuado y que puede ser la diferencia entre tener una mejor calidad de vida o incluso
conservarla.

La EP por ejemplo, se detecta a partir de la presencia en los pacientes de los śıntomas que la
caracterizan. Inicialmente es dif́ıcil de diagnosticar, ya que en una primera fase no suelen presentarse
todos los śıntomas más comunes como: temblor, dificultad de movimiento y rigidez. A menudo la
enfermedad se manifiesta en forma de dolores en las articulaciones o bien mediante un cuadro
depresivo [6].
Un diagnóstico oportuno es importante ya que la enfermedad no ha causado aún estragos en la
persona y es posible atenderse mediante tratamientos moderados o quirúrgicos que no causen mucho
daño al paciente [7].

Es cada vez más frecuente la integración de imágenes por resonancia magnética (IRM) en
diagnósticos neurológicos. En conjunto con IRM funcional, un largo número de secuencias (T1W,
T2W, densidad de protones (PD), T2*W eco gradiente (GRE), difusión por resonancia magnética
(DWI), y las imágenes con tensor de difusión (ITD)) investigan las anormalidades del sistema ner-
vioso central (SNC).
Condiciones parkinsonianas tales como la EP, atrofia multisistémica (MSA), parálisis supranuclear
progresiva (PSP), degeneración corticobasal y parkinsonismo inducido por manganeso pueden tras-
laparse cĺınicamente y aún aśı tener diferentes pronósticos y tratamientos. De ah́ı que en la última
década, una variedad de descubrimientos, usualmente sútiles y rutinariamente pasados por alto,
han surgido para ayudar al médico a diferenciar estas condiciones [8].

1.2.1. Medidas del mesencéfalo como indicadores de enfermedades

A lo largo de los años se han realizado diversas investigaciones, que sugieren el uso de ciertas
medidas del cerebro medio y que han sido aplicadas esperando que resulten en indicadores más
confiables para realizar una mejor distinción entre dos enfermedades. De acuerdo a diversas inves-
tigaciones, como las citadas en [8], anormalidades de la enfermedad de parkinson idiopática (IPD)
son sutiles y encontradas en menos de un 20 % de los pacientes. Al aplicar técnicas de IRM se
encontró que la relación del área de la sustancia negra (SN) y el mesencéfalo, se redujo significativa-
mente en pacientes con IPD en comparación con sujetos sanos con edades similares. Otros estudios
sugieren que el área del mesencéfalo obtenida de las imágenes, podŕıa ser útil para una diferenciación
rápida de PSP de otros parkinsonismos at́ıpicos y sujetos sanos de control, pero podŕıa no estar
correlacionado con la severidad de la enfermedad o su progresión.

De acuerdo a Fujiwara et al [9], la meta es estudiar las anormalidades estructurales del me-
sencéfalo usando IRM y determinar si existe una correlación cĺınica entre el volumen del mesencéfalo
y śıntomas cĺınicos en pacientes con desorden de pánico (DP). En dicho estudio se emplearon 38
pacientes con DP y un grupo control de también 38 personas sanas. El mesencéfalo fue trazado
manualmente usando un paquete de software de análisis de imágenes médicas en imágenes de alta
resolución espacial (ver figura 1.3 ). Obteniendo que el volumen relativo del mesencéfalo fue mayor
en el grupo con DP que en el de personas sanas. Se encontró entonces una correlación positiva
significativa, entre el volumen relativo de la parte dorsal del cerebro medio y la escala de gravedad
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del trastorno por pánico. Por lo que se concluyó que la parte dorsal del mesencéfalo se asocia con
la fisiopatoloǵıa de DP.

Figura 1.3. Marcado del mesencéfalo en algunas imágenes de RM. En color azul se encuentran
marcadas las zonas pertenecientes al mesencéfalo, en rojo el puente de Varolio, en verde la parte
ventral del mesencéfalo y en purpura su parte dorsal [9].

Los estudios de Cosottini et al [10], para evaluar la atrofia del cerebro medio a través de medicio-
nes morfométricas (lineales, superficiales y volumétricas), pretenden distinguir pacientes con PSP
de personas sanas y de pacientes con MSA con predominio de śıntomas parkinsonianos (MSA-p).
Para dicho estudio se seleccionaron 15 pacientes con casos probables de PSP, 7 con un diagnóstico
probable de MSA-p y 14 sujetos sanos, y se encontró una diferencia significativa en el diámetro,
área y volumen anterior-posterior del mesencéfalo en pacientes con PSP comparados con personas
sanas. Algunas de las imágenes segmentadas y marcadas se muestran en la figura 1.4(a).
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(a) Trazado manual para medida del diáme-
tro antero-posterior del mesencéfalo.

(b) Trazado manual del ĺımite entre el me-
sencéfalo (1) y el puente de Varolio (2).

(c) Marcado de ĺımite superior e
inferior del mesencéfalo.

(d) Trazado manual de los bordes del me-
sencéfalo.

Figura 1.4. Ejemplos de trazado manual en el cerebro para la obtención de medidas lineales y de
superficie del mesencéfalo y puente de Varolio [10].

Resulta importante señalar que las medidas de los órganos por śı solas, como la del cerebro
medio y el puente de Varolio, no permiten distinguir por completo entre PSP y MSA-p, mejores
resultados en especificidad pueden obtenerse al agregar la relación del área del mesencéfalo con el
área del puente (relación MP). Al igual que en el caso anterior, de acuerdo a lo presentado por
Borroni et al [11], la combinación de dos marcadores para incrementar el poder discriminante en un
diagnóstico de PSP da paso a resultados más precisos, en este caso se emplean la relación tau del
fluido cerebroespinal y la relación MP para la identificación temprana de PSP, incluyendo un total
de 87 sujetos en este estudio. Parte de la forma en que se obtuvieron las medidas correspondientes
en este estudio se muestran en la figura 1.5.
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Figura 1.5. Esquema para medir el área del mesencéfalo y puente de Varolio. El área del mesencéfalo
fue trazada alrededor de los bordes de la ĺınea 1 y la forma de “delta” del mesencéfalo por encima
de esta ĺınea [11].

Otra medida para identificar PSP de PD y MSA-P, relacionada con el cerebro medio, es la pro-
puesta por Quattrone et al [12] y evaluada también por Morelli et al [13].

En relación con la esquizofrenia, Nopoulos et al [14] realizaron estudios en 50 pacientes con esta
enfermedad y con un grupo de control de 50 personas sanas. Se encontró que los pacientes con la
enfermedad teńıan un cerebro medio significativamente más pequeño; mientras que otras medidas,
como el tamaño de la médula, no mostraban variaciones. Concluyendo que la morfoloǵıa del me-
sencéfalo en pacientes con esquizofrenia es anormal, siendo más pequeño en ellos que en el grupo
control.

Otros estudios demuestran que el mesencéfalo también está involucrado en el estudio de pacien-
tes con anorexia nerviosa (A.n.); Husain et al [15] encontraron en un estudio realizado a 24 mujeres,
12 de las cuales teńıan anorexia y las restantes bulimia, que las estructuras correspondientes al tála-
mo y al mesencéfalo eran más pequeñas en pacientes anoréxicas. Neumärker et al [16] presentan
los resultados de examinar a 18 pacientes hospitalizados con A.n. y de investigar si esta enferme-
dad condućıa a deterioros cognitivos, especialmente de la inteligencia, siendo el primer estudio en
buscar alguna relación entre cambios cerebrales, funcionamiento de la inteligencia y trastornos de
procesamiento numérico en pacientes adolescentes con A.n. Se encontró, entre otras cosas, un déficit
significativo de la superficie del mesencéfalo.

Sung et al [17] presentaron un estudio para investigar si los pacientes con demencia vascular
isquémica subcortical (SIVD), presentaban cambios atróficos en el mesencéfalo, analizando un to-
tal de 137 personas, de las cuales 23 presentaban SIVD, 18 eran casos probables de PSP y los 96
restantes fueron empleadas como grupo control.
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1.2.2. Comentarios

Las investigaciones mencionadas anteriormente se realizan sobre poblaciones control y sobre pa-
cientes con diferentes enfermedades que no pueden ser identificadas correctamente con un porcentaje
de seguridad alto. Los médicos adquieren las imágenes de RM de los pacientes que son sometidos
a los estudios y segmentan, en algunos casos de forma manual y/o con apoyo de un software, las
partes pertenecientes al mesencéfalo, y otros órganos cercanos a él. Es de interés que el número
de sujetos empleados, según los casos revisados y mencionados párrafos atrás, corresponden a un
número pequeño, pudiendo deberse esto a dos motivos principalmente: 1. La falta de personas que
decidieron someterse al estudio, y 2. Por el reto (respecto al tiempo por ejemplo) que implica para
un doctor la segmentación manual de tantos casos para realizar un estudio de esa magnitud, ter-
minando finalmente en una limitación en estas investigaciones. De manera que al tener un método
más automático para segmentar, se puede ayudar con el problema que no es inherente al paciente;
es decir, el de marcado manual por un médico.
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Caṕıtulo 2

Segmentación de imágenes

En este caṕıtulo se dará una breve introducción al concepto de segmentación, aśı como a algunas
de las técnicas empleadas para dicha tarea en el procesamiento de imágenes.
El propósito de este caṕıtulo es explicar de manera breve algunos métodos de segmentación, sin
entrar en detalles de implementación. Posteriormente se comenzará con un método relacionado con
el usado para la segmentación del mesencéfalo. Con esta explicación se dará inicio a la presentación
del método clásico de level sets, para después puntualizar, de manera más concisa, a éste y dos de
sus variaciones.

2.1. Segmentación

La segmentación es una de las etapas cruciales de cualquier sistema de análisis de imágenes,
tanto por las dificultades que conlleva como por la importancia de sus resultados. Básicamente, la
segmentación puede considerarse como la partición de una imagen, I (x, y), en un conjunto de regio-
nes Ωi, no solapadas, homogéneas respecto a algún criterio y cuya unión cubra la imagen completa.
En otras palabras, el objetivo fundamental de la segmentación, en el proceso del análisis de imáge-
nes, es el de separar los objetos de interés del resto no relevante, el cual es considerado como fondo [1].

El proceso detrás de la segmentación de imágenes es asignar una etiqueta a cada pixel en la
imagen, los que tienen la misma etiqueta comparten ciertas caracteŕısticas visuales, lo que al final
se considera para colocarlo como parte del objeto i o la región Ωi. Se puede decir que las técnicas
de segmentación son los métodos empleados para la extracción y representación de la información
de una imagen [2].

La segmentación representa en general uno de los problemas más desafiantes e interesantes en la
visión computacional y es un problema muy especifico en aplicaciones de imágenes médicas. En este
último campo, la segmentación es de suma importancia al proveer información no invasiva acerca
de las estructuras del cuerpo humano que ayudan al radiólogo a estudiar y visualizar la anatomı́a
de las estructuras, simular procesos biológicos, localizar patoloǵıas, dar seguimiento al progreso de
una enfermedad y evaluar la necesidad de radioterapia o ciruǵıas. Por esta razón, la segmentación
es fundamental en cualquier sistema de diagnóstico asistido por computador, y su funcionalidad
dependerá de la precisión de este proceso [3].
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Los métodos para llevar a cabo las segmentaciones vaŕıan ampliamente dependiendo de la aplicación
espećıfica, tipo de la imagen y otros factores. Por ejemplo, la segmentación del tejido cerebral
tiene diferentes requerimientos que la segmentación de un h́ıgado. Otros factores como el ruido,
volúmenes parciales y movimientos en la imagen, también pueden tener consecuencias significativas
en el desempeño de los algoritmos de segmentación. Cada tipo de imagen tiene un conjunto de
caracteŕısticas propias que funcionarán mejor o peor con un determinado método. Actualmente no
existe un procedimiento de segmentación que alcance resultados aceptables para todo tipo de imagen
médica. No existen métodos que sean generales y que puedan ser aplicados a cualquier variedad de
datos. Pero śı existen métodos que son especializados para aplicaciones particulares y que llegan a
obtener mejores resultados tomando en cuenta conocimiento a priori. Por lo que, la selección de un
método apropiado para un problema de segmentación puede ser muy dif́ıcil [4].

2.2. Métodos de Segmentación

En ocasiones la segmentación suele considerarse como un proceso de clasificación de los objetos
presentes en una imagen y también, en cierta medida, equivale a su reconocimiento puesto que
como consecuencia de la segmentación los diferentes objetos (entendidos como realizaciones f́ısicas
de clases o patrones abstractos) se encuentran perfectamente ubicados dentro de la imagen digital.
El nivel al que se lleva a cabo esta subdivisión depende del problema a resolver y, por supuesto, de
la imagen de entrada. Es por ello que se han originado diferentes técnicas de segmentación [1]. Un
procedimiento que es posible hacerse manualmente, pero que requiere de mucho tiempo y vaŕıa de
acuerdo a quien la realiza, por lo que su nivel de fidelidad y confiabilidad es cuestionado por esto,
de ah́ı que se busquen y prefieran métodos automáticos.

La segmentación de imágenes médicas involucra tres problemas principales. Las imágenes contie-
nen ruido que altera la intensidad del pixel haciendo que la clasificación sea incierta; por otra parte,
un tipo de tejido puede presentar una intensidad no homogénea, aśı el nivel de intensidad del pixel
que pertenece a ese tejido puede variar lo suficiente para que se confunda con el de otro órgano; el
tercer problema es que el conjunto de pixeles que conforman a la imagen tienen un “tamaño” finito y
están sujetos a un promedio de volumen parcial, donde un ṕıxel puede ser el resultado de una mezcla
de varias clases de tejido, por lo que su intensidad no corresponderá con la intensidad de ninguna
otra clase. Los métodos de segmentación, cuando se consideran en parte como clasificadores, han
sido divididos como supervisados y no supervisados. Los supervisados requieren la intervención del
operador [5], se caracterizan por el hecho de que es el operador quien, usando sus conocimientos de
la zona a la que corresponde la imagen, orienta a las clases que el algoritmo detectará, de alguna
manera le proporciona a éste muestras de las agrupaciones que tiene que detectar; dichas muestras
actúan como regiones de entrenamiento para el método [6]. Mientras que los no supervisados gene-
ralmente requieren del operador sólo hasta que la segmentación ha sido terminada. Estos métodos
se prefieren para garantizar un resultado reproducible; sin embargo, la interacción del operador es
aun requerida para la corrección de errores [5].

En general, los métodos clásicos de segmentación se pueden categorizar como: 1. Aproximacio-
nes por medio de umbralización; 2. Aproximaciones por crecimiento de región; 3. Clasificadores; 4.
Aproximaciones por grupos o clusters; 5. Redes neuronales artificiales; 6. Aproximaciones guiadas
por atlas, y 7. Modelos deformables [7].
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2.2.1. Umbralización

Se aplica a una imagen para distinguir entre regiones con niveles de intensidad diferentes. El
umbralizado es uno de los métodos más antiguos para la segmentación. La más sencilla de las
técnicas de umbralizado es la de partición de la imagen sobre la base de su histograma al utilizar
un umbral único τ . La segmentación se completa al revisar la imagen pixel a pixel y etiquetar
cada uno de estos pixeles como perteneciente al objeto o al fondo, dependiendo de que el nivel
de gris de ese pixel sea mayor o menor al valor del umbral τ . El éxito de este método depende
de la distribución de los niveles de gris de la imagen y, por tanto, de la forma del histograma.
La determinación de más de un umbral es un proceso llamado umbralización múltiple. Lo usual
es encontrar histogramas que no contienen una clara distinción de regiones y la umbralización
simple no ofrece resultados satisfactorios. Para localizar los umbrales se puede usar procedimientos
paramétricos y no paramétricos. En los paramétricos, la distribución de los niveles de gris de una
clase de objeto lleva a encontrar los umbrales. En los procedimientos no paramétricos, los umbrales
se obtienen de forma óptima de acuerdo a algún criterio. En particular, el método de Otsu elige
el umbral óptimo maximizando la varianza entre clases, mientras mayor sea la varianza entre las
clases y menor la varianza dentro de ellas, mejor será la discriminación entre los grupos [1, 7, 8].

2.2.2. Crecimiento de regiones

El crecimiento de regiones en su forma más simple, es una técnica que empieza con la locali-
zación manual de una semilla en la imagen, los pixeles adyacentes se comparan contra un criterio
predefinido que puede estar basado en la información de los niveles de intensidad de la imagen y/o
sus bordes. Los pixeles que cumplen con el criterio se incluyen en la región, la aplicación continua de
esta regla permite a la región crecer [5]. La selección del conjunto inicial de puntos que conforman
la semilla puede basarse en la naturaleza del problema, su selección es un paso significativo en este
método, ya que una vez seleccionados los puntos semilla la región crecerá únicamente hacia los
ṕıxeles vecinos que cumplan con el criterio establecido con anterioridad, con lo cual se garantiza
conectividad entre los pixeles que constituyen una región, los resultados dependerán directamente
del criterio de semejanza que se establezca. El problema de este método, es que en la imagen pueden
existir puntos que cumplan con el criterio de semejanza establecido y que no son adyacentes a los
puntos semilla, o a algún ṕıxel perteneciente a la región, por lo que no podrán adicionarse a la
misma, esto representa una protección contra el ruido, pero a su vez provoca regiones no deseadas
con orificios [9]. La semilla, o marca, también se puede seleccionar de forma automática a partir
de los picos del histograma de la imagen; sin embargo, esto no es una tarea fácil para el caso de
imágenes con bajo contraste y alto nivel de ruido [1].

2.2.3. Clasificadores y agrupamiento

Estos métodos son técnicas de reconocimiento de patrones que buscan la partición del espacio de
caracteŕısticas derivado de una imagen. Los clasificadores son conocidos como métodos supervisados
dado que requieren datos de entrenamiento que son segmentados manualmente y son usados como
referencia para segmentar automáticamente nuevos datos. A diferencia del método de umbralización,
este método puede aplicarse a imágenes multi-canal. Otra ventaja es que dado que los datos de
entrenamiento son etiquetados, los clasificadores pueden transferir estas etiquetas a los nuevos datos,
lo que hace este método no iterativo y relativamente eficiente computacionalmente. Las desventaja
de estos clasificadores es su necesidad de interacción manual para obtener datos de entrenamiento.
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Los algoritmos de agrupamiento o clustering desarrollan la misma función que los métodos
de clasificación pero sin usar datos de entrenamiento. Por lo que son conocidos como métodos no
supervisados. Para compensar la falta de datos de entrenamiento, los métodos de agrupamiento
iteran entre la segmentación de imágenes y la caracterización de las propiedades de cada clase, en
cierto sentido este método se entrena a śı mismo usando los datos disponibles [7].

2.2.4. Redes neuronales artificiales

Los modelos de clasificadores estad́ısticos como el de mı́nima distancia, k-vecinos, distancia de
Mahalanobis, etc. son útiles para el caso de patrones linealmente separables. En la práctica, la
mayoŕıa de los problemas, no presentan separación lineal. Otra situación que puede presentarse
es que las propiedades estad́ısticas de los clasificadores lineales no se conozcan o no puedan ser
estimadas. En ambos casos, se deben adoptar esquemas de clasificación más apropiados, esquemas
que puedan ser entrenados con base sólo en ejemplos (muestras de cada una de las clases). Uno de los
esquemas que permite esto de manera natural, son las llamadas redes neuronales artificiales (RNAs).
De manera muy general, una red neuronal artificial (RNA) es una sociedad de pequeños elementos
de cálculo llamados neuronas que, en su conjunto, integran la red neuronal. En la literatura, estos
dispositivos de cálculo son también conocidos como neurocomputadoras, modelos de procesamiento
paralelo y distribuido y redes en capas autoadaptables [1].

Las RNAs se utilizan para realizar segmentación de imágenes. Generalmente se les combina
con alguna otra técnica para mejorar el resultado final. La idea básica es que, una vez construida
la RNA, se parte de un conjunto de datos de entrada lo suficientemente significativo como para
conseguir que la red aprenda automáticamente las propiedades deseadas. Una vez finalizada la etapa
de entrenamiento la red podrá recibir datos sin clasificar con un buen grado de seguridad [10,11].

2.2.5. Aproximaciones guiadas por atlas

Las aproximaciones guiadas por atlas son herramientas útiles para la segmentación de imágenes
médicas, cuando se dispone de un atlas estándar o plantilla. El atlas se genera al compilar informa-
ción de la anatomı́a que requiere segmentarse. Este atlas es usado como un marco de referencia para
la segmentación de nuevas imágenes. Conceptualmente, las aproximaciones guiadas por atlas son
similares a los clasificadores, excepto que son implementados en el dominio espacial de la imagen, en
lugar del espacio caracteŕıstico. La aproximación estándar por atlas trata a la segmentación como
un problema de corregistro. El corregistro es la capacidad de integrar a las imágenes la informa-
ción proveniente de atlas anatómicos, con el fin de clasificar las localizaciones de una estructura de
manera uniforme. Sin embargo, en caso de variabilidad en las formas de los órganos, por ejemplo
el cerebro, de una persona a otra, hace que sea necesario recurrir a técnicas de deformación de
las imágenes para aśı lograr una equivalencia. Estas deformaciones se conocen técnicamente como
warping.
El uso de atlas ha sido aplicado principalmente en imágenes de RM, y aún cuando se usan métodos
no lineales de registro, las segmentaciones precisas de estructuras complejas son dif́ıciles debido a
la variabilidad anatómica [7, 12].

2.2.6. Modelos deformables

Los modelos deformables, o contornos activos, son técnicas que en un principio delimitaban
regiones usando curvas paramétricas cerradas, o superficies, que se deformaban bajo la influencia
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de fuerzas internas y externas. Para ello, se colocaba cerca del borde deseado a la curva inicial
cerrada, para que iterativamente se deformara hasta alcanzar al contorno deseado. Un modelo
deformable se mueve de acuerdo a su ecuación de dinámica y busca el mı́nimo de un funcional
de enerǵıa. Sus principales ventajas son que generan directamente curvas paramétricas cerradas, o
superficies; y la incorporación de una restricción de suavidad que provee robustez frente a ruido y
bordes espurios, en la siguiente sección se hablará con más detalle de este método. La desventaja
más evidente de esta técnica es el uso de la inserción manual del modelo inicial. Para ayudar
a reducir los posibles problemas de estas aproximaciones, se hizo una extensión de los modelos
deformables y en lugar de una parametrización explicita se propuso una representación impĺıcita [7].
A continuación se describe a los contornos activos de manera más detallada, pues ellos constituyen la
base del modelo de segmentación que se usará en la presente tesis para segmentar al mesencéfalo, se
profundizará principalmente en los que usan una representación impĺıcita, ya que será precisamente
esta clasificación la que sea propuesta como la solución al problema de segmentación del mesencéfalo.

2.3. Contornos Activos

Los modelos de contornos activos, son usados para detectar objetos en una imagen usando
técnicas de evolución de curva. La idea básica es, a partir de la deformación de una curva inicial
C, tratar de alcanzar los bordes del objeto de interés en una imagen, la deformación de la curva
estará dada por fuerzas internas, que se encargan de mantener un modelo de curva suave durante
la deformación, y fuerzas externas, diseñadas para mover el modelo hacia los bordes del objeto o
alguna otra caracteŕıstica deseada dentro de una imagen.

La popularidad de los modelos deformables es en gran parte al art́ıculo Snakes: Active Contour
Model, de Kass, Witkin y Terzopoulos [13]. Desde su publicación, los modelos deformables se han
convertido en una de las áreas de investigación más activas y exitosas de la segmentación de imáge-
nes. Varios nombres, como snakes, balloons y contornos o superficies deformables, han sido usados
en la literatura para referirse a los contornos o modelos activos.
Esta técnica de segmentación, a su vez se divide en dos, los contornos activos paramétricos y los
contornos activos geométricos; y pueden usar aproximaciones basadas en bordes o en la información
proveniente de los niveles de intensidad de la imagen. La segmentación basada en bordes examina
discontinuidades en la intensidad de la imagen, mientras que la de regiones busca uniformidad den-
tro de una subregion basada en una propiedad deseada, como intensidad de color y textura.

En particular, los contornos activos paramétricos se representan expĺıcitamente como curvas
parametrizadas, mientras que los contornos activos geométricos, basados en la teoŕıa de evolución
de curvas, representan curvas impĺıcitamente como level sets de funciones escalares. [14–16]

2.3.1. Contornos Activos Paramétricos

Los clásicos contornos activos paramétricos, los propuestos por Kass et al [13] y comúnmente
conocido como snakes, son formulados mediante la minimización de un funcional de enerǵıa que
toma un mı́nimo cuando los contornos son suaves y residen en los bordes del objeto, esto debido a
que las funciones de enerǵıa son planteadas para tener estos valores mı́nimos en las caracteŕısticas
de interés, por eso se ajustan a ellas.
Como puede observarse en la figura 2.1, estos modelos representan a la curva, o superficie, expĺıci-
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Figura 2.1. Tipos de representación geométrica para un contorno.

tamente en forma paramétrica durante la deformación; en este caso, la curva C se encuentra para-
metrizada por un parámetro s, lo que matemáticamente se expresa como: C(s) = (x(s), y(s)) .

El nombre de snake proviene del comportamiento dinámico que presenta el contorno, ya que este
se arrastra sobre la imagen mientras busca las caracteŕısticas relevantes y minimiza la enerǵıa. Como
el snake se mueve constantemente, su movimiento se origina por una iteración del algoritmo usado,
estas iteraciones pueden interpretarse como una secuencia de tiempo. Por lo que, de acuerdo a lo
que se mencionó en lineas superiores, el snake puede representarse además de con un parámetro s,
que relaciona a las variables espaciales x e y, con un tiempo; considerando para ello a las iteraciones
antes mencionadas. De forma que se puede expresar como: C(s, t) = (x(s, t), y(s, t)) . En general,
y para fines prácticos, se utiliza la representación que no considera el tiempo, pero es necesaria la
aclararacion de que dicho tiempo existe y que el primer modelo es general no ligándose únicamente
al espacio.
El comportamiento de los snakes clásicos, usualmente es modelado por la combinación de términos
ponderados de: 1.Enerǵıa interna, calculados a partir del contorno y que determinan la regularidad
de la curva, en otras palabras, esta enerǵıa definirá la deformación y capacidad del contorno para
adaptarse a la frontera de interés; y 2. Enerǵıa externa, la cual atrae al contorno hacia caracteŕısticas
significativas en la imagen, esta enerǵıa gúıa o “empuja” al snake haćıa la frontera de interés. Para
la segmentación, se busca minimizar el siguiente funcional de enerǵıa:

E (C (s)) =

∫
Ω

Econtorno(C(s))︸ ︷︷ ︸
energia interna

+ Eimagen(C(s)) + Erestriccion(C(s))︸ ︷︷ ︸
energia externa

 ds (2.1)

La forma paramétrica permite una interacción directa con el modelo y puede llevar a una repre-
sentación más compacta para aplicaciones en tiempo real. Sin embargo, la adaptación topológica del
modelo durante la deformación, como una separación o fusión de la curva, puede ser dif́ıcil usando
este tipo de modelo. [15, 17–19]
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Enerǵıa interna

La enerǵıa interna del spline (el contorno), puede escribirse como:

Einterna =
1

2
α (s) |Cs|2 +

1

2
β (s) |Css|2 (2.2)

El primer término de la ecuación (2.2) representa la enerǵıa elástica, al reducir el valor de α se
permitirá al contorno incrementar su longitud; mientras que al incrementarlo, la tensión del modelo
aumenta al reducir su longitud.
El segundo término en (2.2) es conocido como la enerǵıa de rigidez, el valor del peso β determi-
nará que tanto se podrá doblar el contorno. Decrementar este valor permitirá al contorno desarrollar
esquinas; por ejemplo, fijándolo a un valor de cero, para una cierta s, se estará permitiendo que el
contorno tenga una discontinuidad de primer orden y, por lo tanto, pueda presentar un vértice; al
incrementarse dicho valor el modelo se hace más suave y por tanto menos anguloso [20].
En la práctica, α(s) y β(s) se escogen para que sus valores sean constantes.

Enerǵıa externa

Para lograr que las snakes se deslicen a través de la superficie de una imagen, es necesaria
una enerǵıa funcional que pueda guiarlos hacia las caracteŕısticas sobresalientes que se pretenden
encontrar [21]. Esta enerǵıa es la que se denomina como enerǵıa externa. Tal como lo indica la
expresión (2.1) esta enerǵıa puede separarse en dos tipos: la enerǵıa de la imagen y la enerǵıa de
restricción, que generalmente es impuesta por el usuario.

Enerǵıa de la imagen. La enerǵıa de la imagen está definida en términos de caracteŕısticas de
interés en la detección de contornos, esto es: ĺıneas, bordes y terminaciones [17]. El modelo original
de snakes presenta tres funcionales que lo atraen a estas caracteŕısticas. La cantidad total de enerǵıa
puede expresarse como una combinación ponderada de estos tres funcionales [13,22]:

Eimagen = wlineaElinea + wbordeEborde + wtermEterm (2.3)

Enerǵıa de restricción Las fuerzas de restricción externas son responsables de colocar al snake
cerca del mı́nimo local deseado, para evitar que converja a una solución no deseada. Estas fuerza
pueden, por ejemplo, provenir de un usuario mediante una interfaz, mecanismos automatizados, o
interpretaciones de alto nivel. Se propusieron dos enerǵıas de este tipo:

-Enerǵıa externa de atracción (conocida como enerǵıa de muelle): como su nombre lo indica,
esta enerǵıa tiene el objetivo de guiar al snake hacia ciertas caracteŕısticas de la imagen. Esto se
hace mediante la ubicación de dos puntos, uno proveniente del contorno paramétrico y otro en la
imagen.

-Enerǵıa externa de repulsión (conocida como enerǵıa de volcán): esta fuerza permite que el
snake sea repelido de cierta región de la imagen, lo cual resulta útil para poner al snake fuera
de un mı́nimo local y que converja hacia otro mı́nimo que es el de verdadero interés [13, 23]. Las
técnicas de segmentación que combinan operaciones locales de extracción de bordes con el uso de
snakes, para realizar una extracción de región global, han alcanzado un éxito considerable en ciertas
aplicaciones. Sin embargo, los snakes tradicionales no están exentos de limitaciones, son sensibles
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a sus condiciones iniciales y por tanto fueron diseñados como modelos interactivos, permitiendo al
usuario iniciar al snake cerca del objeto de interés [24]. En situaciones donde el modelo inicial y
el borde del objeto deseado difieren mucho en tamaño y forma, el modelo debe reparametrizarse
dinámicamente para recuperar fielmente el borde del objeto. Los métodos de reparametrización en
dos dimensiones en general son directos y requieren un costo computacional moderado; sin embargo,
la reparametrización en tres dimensiones, requiere de métodos complicados y computacionalmente
costosos [15].

Las restricciones de enerǵıa interna de estos modelos pueden limitar su flexibilidad geométrica
y prevenirlos de representar formas como tubos largos o formas con protuberancias significativas o
bifurcaciones. Además, la topoloǵıa de la estructura de interés debe ser conocida con anticipación,
puesto que los snakes son modelos paramétricos y son incapaces de transformaciones topológicas
sin una ajuste adicional [24].

2.3.2. Contornos Activos Geométricos

Para abordar los problemas relacionados a la parametrización de curvas, aproximaciones basa-
das en los métodos de level sets de Osher y Sethian (originalmente desarrollados para capturar el
movimiento de frentes), fueron introducidos independientemente por Caselles et al. y Malladi et al.
Estos modelos están basados en la teoŕıa de la evolución de curvas y level sets [25]. El modelo de
contorno activo geométrico fue el primero implementado v́ıa level sets [14]. En este modelo, la curva
se propaga (se deforma) por medio de una velocidad que contiene dos términos, uno relacionado
con la regularidad de la curva y otro que la contrae o la expande hacia el borde [26].

La idea básica de los modelos activos geométricos es representar los contornos como el level
set cero (ver figura 2.1) de una función impĺıcita de una dimensión mayor, usualmente referida
como la función de level set (FLS), y evolucionar a ésta de acuerdo a una ecuación diferencial
parcial (EDP). Los primeros contornos activos geométricos son normalmente derivados mediante
una formulación Lagrangiana que produce una cierta EDP de evolución de una curva parametrizada.
Esta EDP se convierte entonces en una EDP de evolución para una FLS, usando la formulación
Euleriana relacionada al método de level sets. Una alternativa del proceso anterior es, que la EDP de
evolución de la FLS puede ser directamente derivada del problema de minimizar un cierto funcional
de enerǵıa. Este tipo de métodos son conocidos como métodos variacionales de level sets y resultan
más convenientes para introducir en ellos información adicional de la imagen basada en regiones
y en formas. Por ejemplo, Chan y Vese [27] propusieron un modelo activo geométrico usando una
formulación variacional, al incorporar información basada en regiones en su funcional de enerǵıa
como una restricción adicional, su modelo tiene un rango de convergencia mayor y una iniciación de
contorno más flexible [25], además este modelo pueden detectar objectos cuyos contornos no están
determinados necesariamente por el gradiente y localizar contornos internos automáticamente.

El uso de level sets ha provéıdo de más flexibilidad y ventajas a la implementación de contornos
activos [14]. Una de las ventajas más sobresalientes de los contornos activos impĺıcitos v́ıa level sets,
es que proveen contornos cerrados y suaves, caso que no siempre ocurre en algunos métodos de
segmentación tradicionales, como los basados en detección de discontinuidades, que usan máscaras
que se convolucionan con una imagen para detectar bordes [28].
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[6] José A. Sobrino. Teledetección. Universitat de Valencia. Servei De Publicacions, 2000.

[7] D. L. Pham, C. Xu, and J. L. Prince. A Survey of Current Methods in Medical Image Seg-
mentation. In Annual Review of Biomedical Engineering, volume 2, pages 315–338. 2000.

[8] Ing. en automatización y control industrial. Segmentación por umbralización. método de otsu
(.pdf), 2005. http://iaci.unq.edu.ar/materias/vision/apuntes.htm.

[9] Caṕıtulo 1. antecedentes de los métodos de segmentación. http://www.ptolomeo.unam.mx:

8080/xmlui/bitstream/handle/132.248.52.100/171/A4.pdf?sequence=4.

[10] Qué es una red neuronal artificial. http://prezi.com/qfv0ppwkpid8/

redes-neuronales-para-procesamiento-de-imagenes/.
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[23] Caṕıtulo 2. el método de contornos activos snake tradicional. http://www.ptolomeo.unam.mx:
8080/xmlui/bitstream/handle/132.248.52.100/171/A5.pdf?sequence=5.

[24] Tim McInerney and Demetri Terzopoulos. Topologically adaptable snakes. Proc. of the Fifth
Int. Conf. on ComputerVision, pages 840 –845, 1995.

[25] Chunming Li, Chenyang Xu, Changfeng Gui, and M.D. Fox. Level set evolution without re-
initialization: a new variational formulation. In Computer Vision and Pattern Recognition,
2005. CVPR 2005. IEEE Computer Society Conference on, volume 1, pages 430–436 vol. 1,
2005.

[26] V. Caselles, R. Kimmel, and G. Sapiro. Geodesic active contours. In Computer Vision, 1995.
Proceedings., Fifth International Conference on, pages 694–699, 1995.

[27] Tony Chan and Luminita Vese. An active contour model without edges. In Int. Conf. Scale-
Space Theories in Computer Vision, pages 141–151, 1999.

[28] Yan Wang and Chuanjiang He. Image segmentation algorithm by piecewise smooth approxi-
mation. EURASIP Journal on Image and Video Processing, 2012(1):1–13, 2012.

19

http://carpente.es/archivos/fic/opt/va/Teoria/04%20-%20Segmentacion_basada_discontinuidades.pdf
http://carpente.es/archivos/fic/opt/va/Teoria/04%20-%20Segmentacion_basada_discontinuidades.pdf
http://www.ptolomeo.unam.mx:8080/xmlui/bitstream/handle/132.248.52.100/171/A5.pdf?sequence=5
http://www.ptolomeo.unam.mx:8080/xmlui/bitstream/handle/132.248.52.100/171/A5.pdf?sequence=5


Caṕıtulo 3

Level Sets

Como se mencionó en el caṕıtulo anterior, los métodos de level sets fueron desarrollados por
Osher y Sethian [1]. Son técnicas geométricas basadas en la evolución de curvas, o de superficies
para el caso de tres dimensiones. Su propósito inicial fue el de resolver problemas que involucraban
el movimiento de curvas y superficies, por ejemplo la propagación del fuego. Sin embargo, los level
sets han adquirido popularidad en la segmentación de imágenes médicas, entre otras cosas, por su
caracteŕıstica de seguir los cambios topológicos que puedan presentarse en algunas formas. Han sido
aplicados a otros campos como la biomedicina, mecánica de fluidos, seguimiento de objetos, f́ısica,
qúımica y visión computacional entre otros [2, 3].

El método empieza con una función arbitraria y se propaga para recuperar formas en la ima-
gen. Se considera a una curva cerrada como una frontera que separa una región (interna) de otra
(externa). Se supone que esta curva se propaga con una velocidad, en una dirección normal a la
curva. La meta es identificar el movimiento de la interfase conforme evoluciona, considerando sólo
el movimiento en dirección normal y no el de dirección tangencial. Para identificar en la imagen los
objetos de interés, la velocidad debe ser cero cerca de los bordes de estos. Lo que forzará la deten-
ción del level set que se propaga, dando como resultado un contorno que representa la forma del
objeto [3]. Una de sus primeras aplicaciones fue detectar bordes en una imagen, pero en aplicaciones
más recientes pueden detectarse texturas, fomas, colores, etc. [4]

Este caṕıtulo tiene por objetivo dar una introducción al concepto de level sets. Se menciona la
forma clásica en que se deriva su ecuación, aśı como las ventajas y desventajas más evidentes que
proporciona el método en general. Se incluirán dos variaciones del método usadas en segmentación
de imágenes y se describirán las ventajas de cada uno de estos planteamientos. De esta forma se
abre el camino para presentar en el caṕıtulo subsiguiente la aplicación de dichas técnicas al conjunto
de imágenes de RM con las que se cuenta.

3.1. Conceptos básicos

3.1.1. Curvas como level sets, contornos impĺıcitos

El origen de este método fue la observación de que una curva en <2 (o superficie en <3) puede
considerarse como la curva de nivel, o level set, de la gráfica de una función definida en una dimensión
mayor. Si se tiene que la gráfica de una función φ(x, y) de dos variables es el conjunto:
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{
(x,y,z) ∈ <3 : z = φ(x,y), (x,y) ∈ D(φ)

}
(3.1)

y la gráfica de una función φ(x, y, z) de tres variables es el conjunto{
(x,y,z,w) ∈ <4 : w = φ(x,y,z), (x,y,z) ∈ D(φ)

}
(3.2)

etc., entonces, la curva (superficie) level set-n de la función φ(x, y) (φ(x, y, z)) es la intersección de
la gráfica de esta función con el plano z = n (o, en el caso de tres variables w = n ) [5].

Si para x ∈ <n, se define como interfase a ∂Ω = {x | φ (x) = 0}, y Ω− = {x | φ (x) < 0} se
refiere a la parte del dominio dentro del contorno, y Ω+ = {x | φ (x) > 0} es la parte externa de la
interfase, ver figura 3.1, (la asignación de los valores negativos dentro de φ es arbitraria, se pueden
intercambiar por valores positivos dentro y negativos fuera). Entonces en general, en <n, estos
subdominios son de dimensión n, mientras que la interfase tiene dimensión n-1. La función impĺıcita
φ (x) se define para todas las x ∈ <n y su isocontorno tiene dimensión n-1 [6].

Figura 3.1. Partición en sub-dominios de Ω

Tomando por ejemplo al espacio de una dimensión, si se toma una ĺınea para dividirla en tres
partes diferentes, usando los puntos x = −1 y x = 1, entonces existirán tres sub-dominios separados:
(−∞,−1),(−1, 1) y (1,∞). En este caso, Ω− = (−1, 1) es la porción interna del dominio y Ω+ =
(−∞,−1) ∪ (1,∞) es la porción fuera del dominio. El borde, interfase, entre ellos es ∂Ω = [−1, 1].
En forma expĺıcita, se pueden escribir los puntos que pertenecen a la interfase como el conjunto
{−1, 1}, pero también se puede expresar impĺıcitamente como el isocontorno de alguna función,
por ejemplo, el isocontorno cero de la función φ(x) = x2 − 1 (ver figura 3.2.(a)); es decir, donde
φ(x) = 0, que corresponde exactamente con los puntos ∂Ω = {−1, 1}. Las funciones φ(x) =| x | −1
y φ (x) = x4 − 1 también son funciones impĺıcitas que tienen la misma interfase ∂Ω = {−1, 1}, ver
figuras 3.2.(b) y 3.2.(c). Lo que muestra que hay diferentes funciones impĺıcitas que tienen interfases
idénticas [6, 7].

En el caso de dos dimensiones, la interfase de una dimensión menor es una curva que separa <2

en subdominios. Como ejemplo se toma la circunferencia de ecuación x2 + y2 = 1, cuya interfase
puede escribirse en forma expĺıcita como: ∂Ω =

{
(x, y) | x2 + y2 = 1

}
, y que puede considerarse

impĺıcitamente como el level set-cero (φ(x, y) = 0) de la superficie:
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(a) Función impĺıcita φ (x) = x2 − 1. (b) Función impĺıcita φ (x) =| x | −1 .

(c) Función impĺıcita de φ (x) = x4 − 1

Figura 3.2. Tres diferentes funciones impĺıcitas para una misma interfase: ∂Ω = {−1, 1}.

φ (x, y) =
√
x2 + y2 − 1

En la figura 3.3(a), se observa a la función de level set del ejemplo, siendo intersecada por el
plano z = 0, este plano marca donde φ = 0; en la figura 3.3(b) se observa como esta intersección
corresponde con la circunferencia x2 + y2 = 1, que puede considerarse como el contorno. El ćırculo
x2 + y2 = 1 también puede verse como el level set-uno (φ(x, y) = 1) de la siguiente superficie φ:

φ (x, y) =
√
x2 + y2

Al igual que en el ejemplo anterior, se observa en la figura 3.4(a) a la superficie φ, pero esta vez
siendo el level set el obtenido de la intersección de φ con el plano z = 1; es decir, que se tiene el
contorno considerando los valores donde la altura z es igual a una unidad, o expresado en forma
matemática, donde: φ(x, y) = 1.

Como los ejemplos anteriores lo demuestran, al igual que en el caso de una dimensión, hay
muchas funciones impĺıcitas que pueden describir a una misma interfase. Una ventaja inmediata de
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(a) Superficie φ (x, y) =
√
x2 + y2 − 1 (b) Vista de la intersección de la superficie φ en el

plano xy. Se obtiene una circunferencia x2 + y2 =
1.

Figura 3.3. Representación de un contorno mediante una función de level set

(a) Superficie φ (x, y) =
√
x2 + y2 (b) Vista de la intersección de la superficie φ en

el plano xy

Figura 3.4. Representación de un contorno mediante una función de level set

este punto de vista es que siempre se están manejando funciones, lo que facilita el tratamiento de
los cambios de topoloǵıa en las curvas de nivel [5].

Por lo que, la idea de evolucionar una superficie (φ) en lugar de un frente fue propuesta, y se
definió que el frente fueran todos los puntos donde la superficie no tiene altura; es decir, donde
φ = 0. El frente es entonces definido impĺıcitamente como el level set cero: φ = 0. La figura 3.5,
muestra como a partir de una superficie, que además se encuentra evolucionando en el tiempo,
se extrae un contorno. De esta forma, la intersección de la superficie φ con el plano z=0 crea el
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contorno impĺıcito [8].

Figura 3.5. Representación de un contorno mediante el level set cero de una superficie que evoluciona
en el tiempo (imagen adaptada de [8]).

El gradiente de una función impĺıcita se define como

∇φ =

(
∂φ

∂x
,
∂φ

∂y
,
∂φ

∂z

)
(3.3)

el gradiente ∇φ es perpendicular a los isocontornos de φ y apunta en la dirección de incremento
de φ. Por lo tanto, si xo es un punto del isocontorno cero de φ; esto es, un punto en la interfase,
entonces ∇φ evaluado en xo es un vector que apunta en la misma dirección que el vector normal
unitario de la interfase (con dirección hacia afuera) N. Por lo que, para puntos en la interfase, el
vector normal unitario es [7]

N =
∇φ
| ∇φ |

(3.4)

Aún no se ha mencionado nada sobre la mejor elección de la función inicial φ, pero esta puede
ser cualquier función arbitraria, siempre que su level set cero coincida con el contorno inicial [8].
Pero no seŕıa sensato escoger una función impĺıcita φ con oscilaciones innecesarias. De ah́ı que se
considere a las funciones de distancia con signo, estas también están definidas como positivas en el
exterior, negativas en el interior y con un valor de cero en la interfase, o borde.

3.1.2. Funciones de distancia

A continuación se describen las funciones de distancia con signo de acuerdo a lo establecido
en [7], las cuales son un subconjunto de las funciones impĺıcitas definidas anteriormente. Se define a
las funciones de distancia con signo como positivas en el exterior, negativas en el interior y de valor
cero sobre la frontera. La condición | ∇φ (x) |= 1 es propia en este tipo de funciones. Primero se
definirá a las funciones de distancia.

Definición 1. Una función de distancia d se define como:

d(x) = min (| x− xI |) para toda xI ∈ ∂Ω

lo anterior implica que d(x) = 0 en la frontera donde x ∈ ∂Ω. Geométricamente, d puede ser
construida como sigue: Si x ∈ ∂Ω, entonces d(x) = 0. De otra forma, para un punto dado x,
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encontrar el punto en el conjunto de la frontera ∂Ω más cercano a x y etiquetar este punto como
xC . Entonces d (x) =| x− xC |. Además, como d es una distancia Euclidiana

| ∇d |= 1 (3.5)

Definición 2. Una función de distancia con signo es una función impĺıcita φ con

| φ(x) |= d(x) para toda x.

de tal forma que, φ(x) = d(x) = 0 para toda x ∈ ∂Ω, φ(x) = −d(x) para toda x ∈ Ω−, y φ(x) = d(x)
para toda x ∈ Ω+.

Las funciones de distancia con signo, comparten las propiedades de las funciones impĺıcitas. Pero
además, hay otra propiedad que sólo estas funciones poseen:

| ∇φ |= 1 (3.6)

El método de level set no requiere que φ sea una función de distancia, pero las aproximaciones
numéricas son inexactas si φ tiene grandes variaciones en el gradiente [9].

3.2. Formulación y Derivación

En procesamiento de imágenes, el método de level set es frecuentemente usado como una herra-
mienta de segmentación por medio de la propagación de un contorno, usando las propiedades de la
imagen [4]. A continuación se describen algunas expresiones matemáticas que conducen a la forma
en que la ecuación de level set es obtenida.
En el método, el frente de propagación, γ(t), es representado impĺıcitamente como el level set
{φ = 0} de una función φ. De este modo, dada una hipersuperficie cerrada en movimiento γ(t); es
decir, γ (t = 0) : [0,∞)→ <N , se desea producir una formulación Euleriana para el movimiento de
la hipersuperficie propagándose a lo largo de su dirección normal con una velocidad V, donde V
puede ser función de varios argumentos, incluyendo curvatura, dirección normal, entre otras.

La idea principal es integrar esta interfase de propagación como el level set cero de una función
φ de mayor dimensión.
Si φ(x, t = 0), donde x ∈ <N , se define como

φ(x, t = 0) = ±d (x) (3.7)

donde d es la distancia de x a γ(t = 0), como ya se vió, el signo de más (menos) se escoge si el
punto x está afuera (adentro) de la hipersuperficie inicial γ(t = 0) [10]. En este punto es importante
recordar que, un punto x = (x, y) perteneciente a un frente que evoluciona en el tiempo, tiene su
posición descrita por x(t). En cualquier tiempo t, para cada punto x(t) sobre el frente, la superficie
tiene por definición una altura de magnitud cero, lo que se puede expresar como [8]

φ (x(t), t) = 0 (3.8)
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relacionando a las expresiones (3.7) y (3.8), se puede determinar que para el contorno, existe una
función inicial φ(x, t = 0) : <N → < con la propiedad de que [10]

γ (t = 0) = {x | φ (x, t = 0) = 0} (3.9)

Lo anterior tiene sentido ya que la elección de la función inicial φ, que representará impĺıcitamente
al contorno o frente γ en un tiempo t=0, se definió como la distancia con signo d al punto x, porque
con esta especificación de φ, el level set cero coincidirá con el contorno inicial, pues la distancia al
mismo contorno es cero, de ah́ı que en la expresión (3.9) la distancia sea igual a cero ( φ (x, t) = 0)
para poder representar al frente γ. La función φ es llamada la función de level set.

Figura 3.6. Representación de contornos mediante level sets, (figura modificada de [10])

Por ejemplo, en la figura 3.6, se considera que el frente de propagación inicial γ en un tiempo
(t = 0) es un ćırculo en el plano xy (ver figura 3.6.(a)). Suponiendo que el ćırculo es el level set
{φ = 0} de la superficie inicial z = φ (x, y, t = 0) en <3 (ver 3.6.(b)). Entonces, se puede hacer
coincidir la familia de curvas en movimiento γ(t) con la familia de superficies en movimiento de
tal manera que el level set {φ = 0} siempre produzca el frente en movimiento (ver figuras 3.6.(c) y
3.6.(d)) [10].
La figura 3.7, muestra la forma en que la función de level set es descrita por la distancia que hay de
un punto, x ∈ Ω, al contorno γ, es decir, por la función de distancia con signo. Como la interfase
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es una curva que contiene puntos infinitos, usualmente, la función necesita ser aproximada por
una discretización. El conjunto de puntos definiendo la función impĺıcita φ forman una rejilla o
cuadŕıcula (ver figura 3.7) [11].

Figura 3.7. Representación del contorno γ(t) a partir de una función de distancia con signo,(imagen
adaptada de [12]).

3.2.1. Ecuación de Level Set

Movimiento en un campo de velocidad generado externamente

En general, para cualquier tiempo t, el frente que se propaga, estará dado por

γ (t) = {x | φ (x, t) = 0} (3.10)

Para derivar una ecuación de movimiento para esta función de level set φ y relacionar su level
set cero con el frente que evoluciona, primero es necesario que el valor del level set de una part́ıcula
del frente, con una trayectoria x (t), sea siempre cero y por lo tanto

φ (x (t) , t) = 0 (3.11)

al derivar y aplicar la regla de la cadena; por ejemplo si z = f (x, y), x = g (t) y y = h (t)

dz

dt
=
∂z

∂x

dx

dt
+
∂z

∂y

dy

dt
(3.12)

entonces, después de derivar ambos lados de la ecuación (3.11) con respecto a t, se tiene

∂φ (x (t) , t)

∂x (t)

dx (t)

dt
+
∂φ (x (t) , t)

∂t

dt

dt
= 0 (3.13)
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y como
dx (t)

dt
= x′(t), se reescribe a (3.13) como

∇φ (x (t) , t) · x′ (t) + φt (x (t) , t) = 0 (3.14)

reescribiendo la expresión anterior se llega a [2]

∇φ · x′ + φt = 0 (3.15)

la ecuación (3.15) puede expresarse en términos de la velocidad de cada punto en la superficie
impĺıcita (V (x)), asumiendo que esta velocidad es conocida para cada punto x con φ (x) = 0;
entonces, dado este campo de velocidad V = 〈u, v, w〉, si se desea mover todos los puntos en la
superficie con esta velocidad, la forma más fácil de hacer esto es resolver la ecuación diferencial
ordinaria (EDO)

dx

dt
= V (x) (3.16)

al introducir esta formulación Lagrangiana de la ecuación de evolución de la interfase en (3.15) y
reacomodándola

φt + V (x) · ∇φ = 0 (3.17)

La ecuación diferencial parcial (EDP) en (3.17) define el movimiento de la interfase donde φ (x) = 0
y es llamada a veces ecuación de level set [7].

Movimiento en dirección normal

En esta sección se obtiene otra expresión conocida también como ecuación level set, pero defi-
niendo un movimiento de la interfase para un campo de velocidad V autogenerado, que depende
directamente de la función de level set φ. Se considera como ejemplo, al movimiento por curvatura
donde la interfase se mueve en la dirección normal con una velocidad proporcional a esta; esto es
V = −bκN, donde b es una constante; si b > 0 la interfase se mueve en la dirección de la parte
de concavidad, entonces, los ćırculos (en dos dimensiones) se encogen hasta formar un punto y
desaparecer; κ es la curvatura.

En el movimiento por medio de la curvatura, la velocidad sólo contiene una componente en
la dirección normal, esto es, la componente tangencial es cero. En general, no hay necesidad de
especificar una componente tangencial al introducir un campo de velocidades. Como N y ∇φ tienen
la misma dirección entonces, T · ∇φ = 0 para cualquier vector tangente T, lo que implica que la
componente tangencial de la velocidad se desvanece cuando se introduce en la ecuación de level set.
Por ejemplo, en dos dimensiones con V = VNN + VTT, la ecuación de level set en (3.17) es

φt + (VNN + VTT) · ∇φ = 0 (3.18)

ya que T · ∇φ = 0, la expresión (3.18) queda como

φt + VNN · ∇φ = 0 (3.19)
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de acuerdo a la definición de N en (3.4), se tiene lo siguiente al sustituir el producto punto del
vector normal con ∇φ

N · ∇φ =
∇φ
| ∇φ |

· ∇φ =
| ∇φ |2

| ∇φ |
=| ∇φ | (3.20)

lo anterior se introduce en la expresión (3.19) obteniendo

φt + VN | ∇φ |= 0 (3.21)

donde VN es la componente de la velocidad en la dirección normal, también conocida como velocidad
normal. De esta forma, en el movimiento por curvatura VN = −bκ.

Colocando VN = −bκ en la ecuación de level set (3.21), tenemos:

φt = bκ | ∇φ | (3.22)

Al igual que la expresión (3.17), la ecuación (3.21) es también conocida como la ecuación de
level set [7].
En (3.21), φ es la solución de la ecuación diferencial y, en cualquier tiempo, el frente en movimiento
γt es sólo el level set cero de φ.

3.2.2. Condiciones de entroṕıa y soluciones débiles

El método de level sets depende, en parte, en la teoŕıa de evolución de curvas y superficies aśı co-
mo en el v́ınculo entre frentes de propagación y leyes de conservación hiperbólicas. En el método de
level sets se reformula el movimiento de la interfase, en un marco Euleriano y como un problema
de valor inicial con una EDP dependiente del tiempo, que conf́ıa en las soluciones de viscosidad
de las ecuaciones diferenciales para actualizar la posición del frente. Estas soluciones se obtienen
al aprovecharse estrategias de la solución numérica de las leyes de conservación hiperbólicas [13].
La razón por la que se llama formulación de valor inicial es debido a que la posición inicial de la
interfase da la información inicial para un problema dependiente del tiempo. En otras palabras, la
solución empieza en una posición dada y evoluciona en el tiempo [14].

En general, se asume a un frente de propagación inicial γ como una curva (en <2) cerrada y
suave; sin embargo, en todos, excepto en los flujos más simples, esta suposición de suavidad se
pierde rápidamente (ver figura 3.8).

En la figura 3.8, la curva cosenoidal inicial, con una velocidad de propagación F (κ) = 1, descrita
por

γ (0) = (1− s, [ 1 + cos2πs ]/2) (3.23)

desarrolla esquinas, una vez que esto sucede el movimiento en dirección normal se define ambi-
guamente y no es claro como continuar la evolución, situación que se ilustra mejor en la figura
3.9.
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(a) Swallowtail (F=1) (b) Solución de entroṕıa (F=1)

Figura 3.8. Curvas cosenoidales propagándose con velocidad unitaria [15].

Figura 3.9. Estado ambiguo en la propagación de una esquina [8].

Aśı que, más allá del problema de la discontinuidad en la derivada, se necesita una solución débil,
llamada aśı porque la solución satisface débilmente la definición de diferenciabilidad. La ventaja de
tal formulación es que no requiere el mismo grado de diferenciabilidad que una solución potencial
y, por lo tanto, permite soluciones más generales. Una solución puede ser continua; más allá de
la formación de una singularidad, correspondiente a una esquina en la curvatura del frente de
propagación; dependiendo de la naturaleza de la interfase en discusión. Si ésta es vista como una
curva geométrica evolucionando bajo la velocidad dicha, entonces una posible solución débil es la
que tiene una especie de cola o swallowtail (ver figura 3.8.a), la cual permite al frente de propagación
cruzarse a śı mismo. La falta de diferenciabilidad en el centro, no destruye la solución. Sin embargo,
si se considera al frente como una interfase que separa dos regiones, este debeŕıa consistir en un
conjunto de puntos localizados a una cierta distancia de la curva inicial. La figura 3.8.b muestra
esta solución alterna. En términos generales, lo que se quiere es remover esta especie de cola; una
forma de construir esta solución es a través del principio de Huygens, se suponen frentes de onda
emanando con una velocidad unitaria de cada punto de la frontera y la envolvente de este frente
siempre corresponde con las primeras llegadas. Lo que dará automáticamente la solución dada en
la derecha de la figura 3.8.

Ambas construcciones pueden ser consideradas como soluciones al problema de propagación de
frentes, pero la solución preferida corresponde a la de la distancia más corta o primeras llegadas.
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Otra forma de obtenerla es a través de la noción de condición de entroṕıa propuesta por Sethian [15].
El término de entroṕıa se refiere al grado de organización de la información. En términos generales,
la condición de entroṕıa dice que no puede crearse información nueva durante la evolución del
problema. La elección de la solución débil dada por la condición de entroṕıa, recae en la perspectiva
de que el frente separa dos regiones y la suposición de que uno está interesado en el seguimiento
de una región a la otra; estrictamente, esta noción de condición de entroṕıa sólo tendrá significado
para un gráfico de propagación.

3.2.3. Ecuaciones de Hamilton-Jacobi y su relación con leyes de conservación

La ecuación
φt + V · ∇φ = b∆φ (3.24)

incluye los efectos de un campo de velocidad externo y un término de difusión. La versión de level
set de la expresión anterior es

φt + V · ∇φ = bκ | ∇φ | (3.25)

si el término b se remplaza por el termino ε que se desvanece conforme en la cuadricula ∆x → 0,
entonces la ecuación (3.24) se convierte en

φt + V · ∇φ = ε∆φ (3.26)

que se aproxima a la ecuación (3.17) conforme ε → 0. La adición de un término artificial ε∆φ a
la derecha de la ecuación (3.17) es llamado método de viscosidad artificial. Este método surge en
la dinámica de fluidos computacional, donde términos de la forma ε∆φ se agregan a la derecha de
las ecuaciones de convección para escoger las soluciones de viscosidad evanescentes válidas en el
ĺımite conforme ε→ 0. Esta viscosidad evanescente selecciona la solución débil correcta cuando no
existe una solución clásica, por ejemplo en el caso de discontinuidades por choques de ondas. Como
se mencionó ĺıneas arriba, Sethian [15] sugirió una condición de entroṕıa que permite a las curvas
desarrollar esquinas y demostró que dicha condición produćıa la solución débil correcta para ciertas
curvas. Osher y Sethian señalaron entonces que la ecuación

φt + V · ∇φ = εκ | ∇φ | (3.27)

es una manera más natural en comparación con (3.26) para tratar con métodos de leve set, aunque
estas dos ecuaciones son intercambiables cuando φ es una función de distancia con signo.

Por otro lado, la forma general de una ecuación de Hamilton-Jacobi (H-J ) es

φt +H (∇φ) = 0 (3.28)

La convección en un campo de velocidad generado externamente (ecuación 3.17) es un ejemplo de
ecuación del tipo H-J donde H (∇φ) = V · ∇φ. La ecuación de level set (ecuación 3.21) es otro
ejemplo de ecuación de H-J con H (∇φ) = VN | ∇φ |. Aqúı, VN puede depender de x, t o incluso
∇φ/ | ∇φ |.
La ecuación para movimiento por curvatura (ecuación 3.22) no es del tipo H-J, dado que la veloci-
dad del frente depende en las derivadas segundas de φ. Las ecuaciones de tipo H-J que dependen a
lo más de las primeras derivadas de φ, son hiperbólicas. Por otro lado, la ecuación para movimiento
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por curvatura depende de las segundas derivadas de φ y es de tipo parabólica.

Para la relación con las leyes de conservación hiperbólicas, se considera a la ecuación escalar de
una dimensión de la ley de conservación:

ut + F (u)x = 0 (3.29)

donde u es la cantidad conservada y F (u) es la función de flujo. Una ley de conservación es la
ecuación de continuidad para la conservación de la masa

ρt + (ρu)x = 0 (3.30)

ρ es la densidad del material. En dinámica de fluidos computacional, la ecuación de continuidad se
combina con ecuaciones de conservación de momento y ecuaciones de conservación de enerǵıa para
obtener las ecuaciones de Navier-Stokes de compresión, las cuales se convierten en las ecuaciones de
Euler si se desprecian los efectos del término de viscosidad. Las discontinuidades en las ecuaciones de
Euler fuerzan a considerar las soluciones débiles cuando las derivadas de la solución no existen. Las
ecuaciones de Euler además, no siempre pueden tener soluciones únicas y la condición de entroṕıa
es usada para escoger la solución correcta. Ésta es la solución de viscosidad evanescente mencionada.

La ecuación de Burgers

ut +

(
u2

2

)
x

(3.31)

es una ley de conservación escalar, que desarrolla discontinuidades desde los datos iniciales suaves
y presenta choques de expansión no f́ısicos si no se usa la solución de viscosidad evenescente para
forzar a éstos a ser ondas de expansión suaves. Muchos de los métodos numéricos desarrollados para
resolver a esta ecuación, pueden ser extendidos para tratar las ecuaciones de Euler unidimensionales
y multidimensionales. Considerando el caso unidimensional de la ecuación de H-J

φt +H (φx) = 0 (3.32)

después de tomar la derivada espacial en ambos lados de la ecuación

(φx)t + [H (φx)]x (3.33)

si u = φx en la ecuación(3.33) entonces

ut +H (u)x = 0 (3.34)

que tienen la forma de la ecuación de la ley de conservación escalar (ver ecuación(3.29)). Con lo que
se puede ver la correspondencia entre las ecuaciones de Hamilton-Jacobi con las leyes de conserva-
ción. La solución u de una ley de conservación es la derivada de una solución φ de una ecuación de
Hamilton-Jacobi. Y a la inversa, la solución φ de una ecuación de Hamilton-Jacobi es la integral de
una solución u de la ley de conservación [7].
En este trabajo no se ahondará más con respecto a la explicación del v́ınculo entre frentes de pro-
pagación y leyes de conservación hiperbólica, pero una explicación más detallada puede consultarse
en [7, 15,16].

32



3.2. Formulación y Derivación Caṕıtulo 3. Level Sets

Ventajas

Hay cuatro ventajas principales para la formulación Hamilton-Jacobi Euleriana:
-La primera es que la función que evoluciona φ (x, t) permanece como una función, siempre que VN
en la ecuación 3.21 sea suave. Sin embargo, los frentes de propagación pueden desarrollar choques
(figura 3.10(a)), o rarefacciones en las esquinas al expandirse (figura 3.10(b)), cambiar de forma,
separarse y unirse.

(a) Shock o choque en una esquina. (b) Rayo de rarefacción desde una es-
quina.

Figura 3.10. Frentes propagándose con una velocidad en dirección normal a la interfase [15]

- La segunda es en relación con las aproximaciones numéricas. Las estrategias numéricas desa-
rrolladas para aproximar la formulación del valor inicial son tomadas de las leyes de conservación
hiperbólicas, que formulan las derivadas parciales espaciales y temporales sobre una cuadŕıcula
discreta y hacen uso de aproximaciones por diferencias finitas. Como φ (x, t) permanece como una
función conforme evoluciona, se puede usar una cuadŕıcula discreta en el dominio de x y sustituir las
derivadas espaciales y temporales por aproximaciones de diferencias finitas. Usando una cuadŕıcula
de espaciado h, con nodos i, j y empleando la notación de φnij como la aproximación a la solución
φ (ih, jh, n∆t), donde ∆t es el paso de tiempo, se puede escribir:

φn+1
ij − φnij

∆t
+ VN | ∇φ |= 0 (3.35)

-La tercera ventaja es que las propiedades geométricas intŕınsecas del frente pueden ser determinadas
fácilmente a partir de la función de level set φ. Como la normal

N =
∇φ
| ∇φ |

(3.36)

y la curvatura, que se expresa en términos de φ como:

κ =
φyyφ

2
x − 2φxφyφxy + φxxφ

2
y(

φ2
x + φ2

y

)3/2 (3.37)

-Finalmente, la cuarta ventaja de la aproximación por medio de level sets, es que no hay diferencias
significativas en seguir los frentes en tres dimensiones. Sólo se expanden las estructuras de arreglos
y los operadores de gradientes, y las superficies que se propagan se manejan fácilmente [10].
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3.2.4. Reinicialización

En los métodos de level set (MLS) convencionales, la FLS comúnmente desarrolla irregularidades
durante su evolución. Se causan errores numéricos y eventualmente destruye la estabilidad del level
set. Para hacer frente a este problema, una solución numérica conocida como reinicialización, fue
introducida para restaurar la regularidad de la FLS y mantener estable su evolución. La reinicializa-
ción se hace deteniendo periódicamente la evolución y convirtiendo la FLS degradada a una función
de distancia [17]. Un método para la reinicialización es resolver la ecuación de evolución [7, 17,18]

∂φ

∂t
= Sign(φ0) (1− | ∇φ |) (3.38)

Donde Sign(φ) es una función signo que toma el valor de 1 en Ω+, -1 en Ω− y 0 en la interfase
∂Ω. Este método funciona siempre que φ se mantenga relativamente suave; desafortunadamente si
no lo es, la interfase puede moverse incorrectamente. De ah́ı que se propusiera la función

Sign(φ0) =
φ0√

φ2
0 + (∆x)2

(3.39)

como una aproximación, ésta sólo se calcula una vez usando los valores inciales de φ(t, x, y), este
valor usualmente se denota como φ(0, x, y) = φ0(x, y). Posteriormente se sugirió

Sign(φ) =
φ√

φ2 + | ∇φ |2(∆x)2
(3.40)

como una mejor aproximación, en especial cuando φ0 es una mala aproximación de una función de
distancia con signo, al usar esta ecuación para el valor de Sign se debe actualizar constantemente
conforme los cálculos avanzan.

3.2.5. Reinicialización con el método de Narrow-Band

Una alterativa que se usa para reducir el número de operaciones es el método de Narrow-Band.
Se basa en la idea de que el level set cero puede moverse actualizando sólo un conjunto pequeño de
puntos en un vecindario cercano a él, en vez de hacerlo para todos los puntos en la cuadŕıcula. Este
método limita al level set cero en una banda de ancho τ por dentro y fuera de él, como lo muestra
la figura 3.11. El valor de τ determina el número de puntos en la cuadŕıcula que se incluyen en
la banda del narrow-band. El level set se moverá hasta que choque con el borde del narrow-band,
es decir una distancia máxima de τ/2. Cuando se alcanza esta distancia se reconstruye un nueva
banda para el nuevo level set y se reinicia a la función. Después, se itera un cierto número de veces
en el tiempo a este nuevo level set, una distancia más o menos igual a τ/2, y se repite el proceso [10].
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Figura 3.11. Level set φ = 0 con un narrow-band de ancho τ alrededor de él.

3.3. Métodos Variacionales

Muchos problemas en el análisis de imágenes que involucran ĺımites como bordes y regiones,
pueden convertirse a una formulación variacional. Esto significa que curvas y superficies se deter-
minan como minimizadores de funcionales. Cuando en la formulación variacional la solución no
puede determinarse directamente de la ecuación Euler-Lagrange, un procedimiento de descenso de
gradiente (gradient descent) puede usarse. Una breve explicación de la ecuación Euler-Lagrange se
da en el apéndice A. Más información puede encontrarse en textos como [19–21].

3.4. Contornos activos sin bordes, modelo Chan-Vese

En esta sección se dará una breve explicación de los conceptos y expresiones más importantes
del modelo Chan-Vese, referido a continuación como modelo C-V.

El procedimiento desarrollado por Tony F. Chan y Luminita A. Vese [22], está basado en técnicas
de evolución de curvas, el funcional de Mumford-Shah (M-S ) para segmentación y level sets. Este
modelo puede detectar bordes que no necesariamente están determinados por un gradiente como
es el caso de los modelos clásicos de snakes y contornos activos, en los que se usa un detector de
bordes dependiente del gradiente para detener la evolución de la curva en el borde del objeto de
interés. Un detector de bordes general, pude definirse como una función g positiva y decreciente,
dependiente del gradiente de la imagen I0, tal que

ĺım
z→∞

g (z) = 0

Por ejemplo

g (| ∇Io (x) |) =
1

1 + | ∇Gσ (x) ∗ I0 (x) |p
, p > 1 (3.41)
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DondeGσ∗I0, una versión suavizada de I0, es la convolución de la imagen I0 con la función Gaussiana
Gσ. La función g (| ∇I0 (x) |) es cero en los bordes. Sin embargo, uno de los inconvenientes en la
expresión (3.41) es que si la imagen I0 es muy ruidosa, entonces la suavización isotrópica con un filtro
Gaussiano tiene que ser fuerte, lo que suavizará también los bordes. El modelo C-V puede detectar
contornos con o sin gradiente, por ejemplo, objetos con bordes muy suaves, además contornos
internos se detectan automáticamente y la curva inicial puede estar en cualquier parte de la imagen
bajo ciertas consideraciones [22].

3.4.1. Conceptos básicos

En el caso más simple, se asume la idea de que la imagen original I0 está formada por dos
regiones de intensidades por tramos constantes de distintos valores Ii0 e Io0 , se asume también que
el objeto a ser detectado es representado por la región con valor de Ii0. Si se denota su borde como
γ0, se tiene entonces

I0 ≈ Ii0 adentro del objeto → dentro (γ0)
I0 ≈ Io0 afuera del objeto → fuera (γ0)

En un principio, el modelo de C-V considera el siguiente término de ajuste

F1 (γ) + F2 (γ) =

∫
dentro(γ)

| I0 (x)− c1 |2 dx +

∫
fuera(γ)

| I0 (x)− c2 |2 dx (3.42)

donde γ es cualquier otra curva variable y las constantes c1 y c2, dependiendo de γ, son los prome-
dios de I0 dentro y fuera de γ respectivamente.

El contorno γ0, el borde del objeto, es el término que minimiza a la expresión en (3.42) y aśı

F1 (γ0) + F2 (γ0) ≈ 0 (3.43)

Lo anterior se puede entender mejor si se consideran los cuatro posibles casos mostrados en la
figura 3.12. Dado que c1 y c2 son los valores promedios en el objeto y el fondo, respectivamente,
los términos F1 y F2 pueden ser considerados como la varianza del nivel de gris en la región de lo
que se considera como el objeto de interés y el fondo, estos términos miden que tan uniforme es
la región en términos de intensidad de pixeles. Entonces cada término F (γ) se anulará cuando el
valor en la región interna (fuera) de γ de la imagen I0, sea igual al valor promedio de c1 (c2) en esa
región; es decir, cuando el valor promedio en el objeto (o el fondo) sea igual al valor de la imagen.
Por ejemplo, para el caso binario en la figura 3.12(a), el contorno encierra el objeto de interés y la
varianza dentro de γ, en niveles de intensidad, es un número diferente de cero; mientras que en el
fondo (γ < 0), la varianza es cero, ya que todos los pixeles afuera de γ presentan el mismo nivel
de intensidad. El mismo razonamiento puede aplicarse para cada uno de los casos, llegando a la
conclusión de que cuando γ se encuentra justo en el borde del objeto γ0 (figura 3.12(d)) ambos
términos F (γ) se anularán.

Finalmente, el modelo C-V incluye dos términos de regularización: la longitud de la curva γ,
y/o el área de la región dentro de γ. Quedando el funcional a minimizar como
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(a) F1 (γ) > 0, F2 (γ) = 0 (b) F1 (γ) = 0, F2 (γ) > 0

(c) F1 (γ) > 0, F2 (γ) > 0 (d) F1 (γ) = 0, F2 (γ) = 0

Figura 3.12. Representación de los posibles casos de posición de una curva. Sólo en el caso (d) se
minimiza el término de ajuste.

F (c1, c2, γ) = µ · Longitud (γ) + ν ·Area (dentro (γ))

+ λ1

∫
dentro(γ)

| I0 (x)− c1 |2 dx

+ λ2

∫
fuera(γ)

| I0 (x)− c2 |2dx (3.44)

Formulación level set

Usando la formulación de level set en el modelo (3.44), se tiene que el contorno γ se representa
por medio de la función level set φ : Ω→ <, tal que

• γ = ∂ω = {x ∈ Ω : φ (x) = 0},

• dentro (γ) = ω = {x ∈ Ω : φ (x) > 0},

• fuera (γ) = Ω− ω = {x ∈ Ω : φ (x) < 0},

Para la formulación en forma de level set, se remplaza la variable γ por φ. Los términos en (3.44)
pueden ser reescritos en términos sólo de la función de Heaviside (H), y la función delta de Dirac
(δ0) de una dimensión, definidas respectivamente como

H(z) =

{
1, si z ≥ 0
0, si z < 0,

δ0 (z) =
d

dz
H(z)
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las expresiones anteriores se pueden aproximar mediante

Hε (z) =
1

2

(
1 +

2

π
angtan

(z
ε

))
(3.45)

y

δε (z) =
ε

π (ε2 + z2)
(3.46)

donde ε es una constante y cuando ε→ 0 ambas aproximaciones convergen a H y δ0 respectivamente.
De acuerdo a [22], estas aproximaciones se usan para que la solución de la enerǵıa no dependa de la
curva inicial, pues con ellas se puede obtener un minimizador global, que además permite detectar
contornos internos.

Usando (3.45) y (3.46) el funcional (3.44) queda como

F (c1, c2, φ) = µ

∫
Ω
δε (φ(x)) | ∇φ(x) | dx + ν

∫
Ω
Hε (φ(x)) dx

+ λ1

∫
Ω
| I0 (x)− c1 |2Hε (φ(x)) dx

+ λ2

∫
Ω
| I0 (x)− c2 |2 (1−Hε (φ(x))) dx (3.47)

en donde:

c1 (φ) =

∫
Ω
I0 (x)Hε (φ(x)) dx∫

Ω
Hε (φ(x)) dx

(3.48)

c2 (φ) =

∫
Ω
I0 (x) (1−Hε (φ(x))) dx∫

Ω
(1−Hε (φ(x))) dx

(3.49)

lo anterior indica que los valores de c1 y c2 están dados por

• c1 (φ) = promedio(I0) en φ ≥ 0,

• c2 (φ) = promedio(I0) en φ < 0

Al mantener c1 y c2 fijas, y minimizar F con respecto a φ, se obtiene la ecuación de Euler-Lagrange
para φ. Parametrizando la dirección de descenso por un tiempo artificial t ≥ 0, la ecuación φ(t,x),
con φ (0,x) = φ0(x) definiendo el contorno inicial, es (ver apéndice C):

∂φ

∂t
= δε (φ)

[
µdiv

(
∇φ
| ∇φ |

)
− ν − λ1(I0 − c1)2 + λ2(I0 − c2)2

]
= 0 (3.50)

Una explicación más detallada del uso de la función H y δ0 se puede encontrar en [7,22].

El uso de level sets, la simplificación de que hay solo dos niveles c1 y c2 y la inclusión de los
términos que penalizan el área encerrada y la longitud del contorno φ0, representan las diferencias
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del modelo C-V con el modelo de Mumford-Shah clásico. Lo que visualmente se observa en la figura
3.13.

(a) Imagen original I0 (b) Imagen segmentada con
el modelo M-S.

(c) Imagen segmentada con
el modelo C-V.

Figura 3.13. Comparación de segmentaciones con (b)aproximación Mumford-Shah, uso de funciones
suaves por tramos, y (c)modelo binario Chan-Vese [23].

Este método puede extenderse para más de dos regiones, Vese y Chan propusieron un modelo
para segmentar imágenes con valores constantes por tramos, usando N funciones level set para
partir el dominio en 2N fases [24, 25].

3.5. Segmentación en presencia de inhomogeneidad de intensidad

Como se mencionó, los métodos de level set para segmentación de imágenes pueden ser cate-
gorizados principalmente en dos clases: modelos basados en regiones y modelos basados en bordes.
Los primeros buscan identificar cada región de interés al usar un cierto descriptor para guiar el
movimiento de un contorno activo. Sin embargo, es muy dif́ıcil definir un descriptor de región para
imágenes con inhomogeneidades de intensidad. La mayoŕıa de estos modelos se basan en la suposi-
ción de homogeneidad en los niveles de intensidad. Los modelos basados en bordes no hacen esto,
y por lo tanto pueden ser usados en imágenes con estos problemas de intensidad. Sin embargo, este
tipo de métodos son en general muy sensibles a las condiciones iniciales y frecuentemente sufren de
problemas de fugas de contorno (leakage) en imágenes con bordes poco definidos [26].

3.5.1. Planteamiento en un marco variacional para la segmentación

En [26], para tratar con inhomogeneidades de la imagen en la segmentación se emplea un mo-
delo multiplicativo que describe la composición de las imágenes del mundo real. De la f́ısica de la
formación de imágenes en una variedad de modalidades (por ejemplo cámara y RM) una imagen
observada I puede ser modelada como

I = bJ + n (3.51)

donde J es la imagen verdadera que mide una propiedad f́ısica intŕınseca del objeto captado que se
asumirá constante por tramos y que toma aproximadamente N valores constantes distintos c1, ..., cN
en regiones disjuntas Ω1, ...,ΩN respectivamente; {Ωi}Ni forma una partición del dominio de la
imagen, esto es Ω = ∪Ni=1Ωi y Ωi ∩ Ωj = ∅ para i 6= j; b es la componente que representa la
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intensidad de inhomogeneidad y es conocida como campo bias (o shading image), se asume que vaŕıa
lentamente para ser aproximado por una constante en el vecindario de cada punto de la imagen; y
n es un ruido que se asume aditivo de media cero y con distribución Gaussiana. Continuando con
lo establecido en [26], se propuso un método para estimar las regiones {Ωi}Ni , las constantes {ci}Ni
y el campo bias b. El criterio se definió en términos de las regiones Ωi, las constantes ci y la función
b, como una enerǵıa en un marco variacional, la cual es minimizada para encontrar las estimaciones

a las condiciones óptimas de regiones
{

Ω̂i

}N
i=1

, constantes {ĉi}Ni=1 y campo bias b̂.

Propiedad de agrupamiento de intensidad local

Basándose en el modelo en (3.51) se derivó una propiedad de agrupamiento de intensidad local,
para ésta se considera un vecindario circular con un radio ρ centrado en cada punto y ∈ Ω definido
por Oy , {x :| x− y |≤ ρ}. La partición {Ωi}Ni de todo el dominio Ω induce una partición del

vecindario Oy, esto es {Oy ∩ Ωi}Ni forma una partición de Oy. Para un campo bias b que vaŕıa
lentamente, los valores b (x) para toda x en el vecindario circular Oy son cercanos a b (y), esto es:

b (x) ≈ b (y) para x ∈ Oy (3.52)

por lo que, las intensidades b (x) J (x) en cada subregión Oy ∩ Ωi son cercanos a b (y) ci, esto es:

b (x) J (x) ≈ b (y) ci para x ∈ Oy ∩ Ωi (3.53)

Sustituyendo la expresión (3.53) en (3.51)

I (x) ≈ b (y) ci + n (x) para x ∈ Oy ∩ Ωi (3.54)

Por lo tanto, las intensidades en el conjunto Iiy = {I (x) : x ∈ Oy ∩ Ωi} forman un cluster o agru-
pación con centro mi ≈ b (y) ci .

Formulación de enerǵıa

En la sección anterior la propiedad de agrupamiento de intensidad local, indica que las intensi-
dades en el vecindario Oy se pueden clasificar en N grupos, lo que permite aplicar el algoritmo de
clasificación de K-medias para separar estas intensidades locales. Para las intensidades I (x) en el
vecindario Oy, la expresión para el algoritmo de K-medias es:

Fy =

N∑
i=1

∫
Oy

|I (x)−mi|2ui (x) dx (3.55)

donde:

• mi es la media del grupo i.

• ui es la función de pertenencia de la región Ωi a ser determinada, ui (x) = 1 para x ∈ Ωi y
ui (x) = 0 para x /∈ Ωi

Si se introduce K (y− x) como una función positiva de ventana, también llamada función kernel,
tal que K (y− x) = 0 para x /∈ Oy y se minimiza para toda y en Ω con respecto a y sobre el dominio
de la imagen Ω, la expresión final a ser minimizada es

ε ,
∫ ( N∑

i=1

∫
Ωi

K (y− x) |I (x)− b (y) ci|2dx

)
dy (3.56)
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3.5.2. Formulación de enerǵıa en level sets

La enerǵıa ε se convierte a una formulación de level set al representar las regiones disjuntas
Ω1, ...,ΩN mediante funciones level set, con esta formulación la minimización de enerǵıa puede ser
resuelta usando métodos variacionales.

Enerǵıa para dos fases

Para una partición del dominio Ω en dos regiones (N = 2) se tiene una función de level set φ,
las regiones se pueden definir como:

Ω1 = {x : φ (x) > 0} y Ω2 = {x : φ (x) < 0} (3.57)

Las regiones Ω1 y Ω2 pueden ser representadas por su funciones de pertenencia definidas por
M1 (φ) = H (φ) y M2 (φ) = 1 − H (φ), respectivamente, H es la función de Heaviside. La enerǵıa
en (3.56), después de intercambiar el orden de integración y hacer otras sustituciones, para el caso
N = 2 es

ε (φ, c, b) =

∫ N∑
i=1

ei (x)Mi (φ (x)) dx (3.58)

ei es la función definida como

ei (x) =

∫
K (y− x) |I (x)− b (y) ci|2dy (3.59)

y c = (c1, ..., cN ), (3.59) puede aproximarse mediante

ei(x) = I21K − 2ciI(b ∗K) + c2
i

(
b2 ∗K

)
(3.60)

Donde ∗ se refiere a la operación de convolución y 1K(x) =
∫
K(y− x)dy que es igual al valor de

una unidad en todas partes excepto cerca de los bordes de la imagen. La enerǵıa en (3.58) se usa
como el término de datos para la formulación de level sets. El funcional completo de [26] se define
como

F (φ, c, b) = ε (φ, c, b) + νL (φ) + µRp(φ) (3.61)

El término L(φ) calcula la longitud de arco del contorno del level set cero y suaviza dicho contorno
al penalizar su valor. R(φ) es llamado el término de regularización de distancia, que es capaz de
mantener la forma del level set como una función de distancia con signo [17]. En el caso de este
método no se ahondará más respecto a la minimización de su funcional de enerǵıa, sólo se incluirán
las expresiones finales obtenidas de minimizar F con respecto a φ, c y b, con ellas se procede para
llevar a cabo una pequeña comparación, de manera muy general, entre el método en la sección 3.4
y el de la presente.

Minimización con respecto a φ

∂φ

∂t
= −δ(φ) (e1 − e2) + νδ(φ) div

(
∇φ
| ∇φ |

)
+ µ div(dp (| ∇φ |)∇φ) (3.62)

con dp(s) ,
p′(s)
s .

Durante la evolución de la FLS de acuerdo a (3.62) las constantes c1 y c2 en c y el campo b se

41



3.6. Comparación de métodos Caṕıtulo 3. Level Sets

actualizan al minimizar la enerǵıa ε(φ, c, b) con respecto a c y b respectivamente.

Minimización con respecto a c. La c que minimiza la enerǵıa ε(φ, c, b), denotada por ĉ =
(ĉ1, ..., ĉN ) es

ĉi =

∫
(b ∗K)I uidy∫
(b2 ∗K)uidy

(3.63)

con ui(y) = Mi (φ(y)).

Minimización con respecto a b. El valor de b que minimiza la enerǵıa ε(φ, c, b), que se
denota por b̂ es

b̂ =

(
I J (1)

)
∗K

J (2) ∗K
(3.64)

con J (1) =
∑N

i=1 ci ui, y J (2) =
∑N

i=1 ci
2 ui

3.6. Comparación de métodos

La sección 3.4 y 3.5 hacen referencia a dos métodos basados en regiones, el primero sugerido
por Chan et al [22] y el segundo por Li et al [26]; de la información presentada en ellas es posible
resumir las caracteŕısticas más importantes, evidentes y útiles de cada método; éstas fueron las
tomadas como referencia para la elección final del método a implementar para la segmentación del
mesencéfalo. El método propuesto por Li et al será denotado como MLS-PI, que hace referencia al
método de level sets en presencia de inhomogeneidades.

Las ventajas del método de C-V son: 1. Detectar bordes que no necesitan de una magnitud
de gradiente alta; siempre que se trate de una imagen con un grado relativo de uniformidad en
sus niveles de gris la segmentación dará buenos resultados; 2. Puede detectar contornos internos
automáticamente; 3. No se discutió, pero el método puede extrapolarse para más de una función
level set; es decir, para más de dos regiones a ser detectadas; 3. La implementación numérica resulta
en fórmulas sencillas; 4. La reinicialización puede ser opcional, y 5. No requiere de un suavizado de
imagen, por lo que puede trabajar aun en imágenes con ruido.
Sus deventajas son: 1. En imágenes con presencia de inhomogeneidad, la segmentación fallará en
gran medida; 2. Puede ser sensible a la colocación del contorno inicial, y 3. Posee varios parámetros
que deben ser elegidos por el usuario y cuya elección se rige por medios heuŕısticos.
El método de C-V puede o no, requerir de una reinicialización de la FLS, pero en caso de necesitarla
el problema es que puede mover de posición erróneamente al level sets, además de que no existe
una regla universal que indique en que momento se debe aplicar.

Las ventajas del MLS-PI son: 1. La capacidad simultánea de segmentar y estimar un campo bias,
que se usa para corregir una imagen con falta de homogeneidad, aśı que si se presentan imágenes que
tengan estos problemas se pueden corregir; 2. Al incluir un término R(φ) la reinicialización para la
FLS no se necesita, evitando este cálculo y sus complicaciones, y 3. Es robusto ante la inicialización
del contorno.
La desventaja de este último método es la cantidad de operaciones que requiere su implementación;
la ecuación (3.63) y (3.64) requieren de dos cálculos de convolución cada una.

42



3.6. Comparación de métodos Caṕıtulo 3. Level Sets

En ambos casos se tienen las propiedades propias de los MLS, como que los cambios de topo-
loǵıa son manejados sin problema o que la curva inicial no tiene que estar cerca del borde para que
éste sea detectado, además de las ventajas citadas en la sección 3.2.3.
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BIBLIOGRAFÍA BIBLIOGRAFÍA
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Caṕıtulo 4

Procedimiento y pruebas del
algoritmo

En el caṕıtulo 3 se describieron dos métodos. De acuerdo a lo documentado acerca de ellos y a
la recapitulación final de sus ventajas y desventajas, se optó por usar el método C-V.
El MLS-PI puede servir para realizar experimentos en imágenes con problemas de homogeneidad
en sus niveles de gris. Al poder hacer una corrección a las imágenes, éstas se podŕıan usar para
probar otros algoritmos. De esta forma se puede sacar mayor provecho a los conjuntos de imáge-
nes de RM a los que se tiene acceso, ya que no son muchos y algunos presentan este tipo de problema.

Primero se presenta el procedimiento realizado para la implementación del algoritmo de y se
introducen las expresiones empleadas para dicho fin. Posteriormente se incluyen algunas pruebas
realizadas, con el fin de observar el comportamiento del algoritmo en imágenes artificiales y de RM.

4.1. Algoritmo para el método C-V

Los pasos realizados para la segmentación de una imagen, empleando el método C-V fueron los
siguientes:

1. Escoger la función φ0 inicial. La localización de esta función puede colocarse de manera ma-
nual o generarse automáticamente. Al ser el mesencéfalo el órgano de interés y dado que su
localización es muy cercana al centro de la imagen se decidió que si se escoge de forma au-
tomática la función inicial, se empleaŕıa una circunferencia de centro coincidente con el de la
imagen. En las pruebas se escoge la posición a fin de mejorar los tiempo de adquisición, en el
caso de tres dimensiones el radio y el centro de la superficie pueden elegirse dinámicamente
pero también hay valores preestablecidos.

2. Para mejorar el tiempo de procesamiento es posible emplear el método de narrow band, en
este caso es necesario escoger un ancho de operación τ , de esta forma sólo se hacen los cálculos
alrededor del level set en la banda acotada por el ancho τ . Este método es especialmente útil
en el caso de tres dimensiones.

3. Establecer los valores de los parámetros λ1, λ2, µ, ν y ε. En este caso se realizaron varias
pruebas y se experimentó también con los valores usados en [1], el valor de ε se seleccionó de
acuerdo a [2], donde se sugiere ε = 1.5 ∆x, en este caso ∆x = 1.
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4.1. Algoritmo para el método C-V Caṕıtulo 4. Procedimiento y pruebas del algoritmo

4. Fijar un número de iteraciones para reiniciar la FLS, las cuales estarán relacionadas con el
ancho del narrow band, aśı como el tiempo total para iterar la FLS. Aunado a esto, se puede
realizar una verificación para saber si el level set ha alcanzado un estado estable y no vaŕıa
más. O se puede imponer sólo una condición de tiempo para ejecutarse. O incluso ambas; aśı,
si φ deja de cambiar y aún quedan iteraciones que realizar se puede terminar el algoritmo.

5. Se inicia el cálculo de ∂φ
∂t con ayuda de su forma discreta, siguiendo estos pasos:

a) Calcular c1(φn) y c2(φn).

b) Calcular φn+1 un tiempo total de t2 con un paso de tiempo ∆t.

φn+1 = φn + (∆t) δε (φn)
[
µκ− ν − λ1(I0 − c1)2 + λ2(I0 − c2)2

]
(4.1)

(en el caso de la primera iteración φ = φ0).

c) Se hace φn = φn+1

d) Se verifica t2 y si no se ha excedido, se va al paso 5b. Si se alcanza el tiempo máximo t2
ir a 5e.

e) Reiniciar la función φn y al narrow band.

f) Verificar el número de iteración, si es la última entonces terminar el ciclo, si no volver al
inciso 5a.

4.1.1. Cálculo de derivadas

La forma de calcular δε es como se indica en la sección 3.4.1. Por otro lado, si se tiene una
cuadŕıcula cartesiana definida como {(xi, yj) | 1 6 i 6 o, 1 6 j 6 p}, y ∆x = xi+1 − xi y de forma
similar ∆y = yj+1 − yj , y además ∆x = ∆y; entonces el término κ se calcula con las siguientes
aproximaciones

κ = div

(
∇φ
| ∇φ |

)
= ∇ ·

(
∇φ
| ∇φ |

)
=
φxxφ

2
y − 2φyφxφxy + φyyφ

2
x(

φ2
x + φ2

y

)3/2 (4.2)

las derivadas se aproximan usando técnicas de diferencias finitas. Como las diferencias centrales de
segundo orden

φx ≈
φi+1,j − φi−1,j

2∆x
, φy ≈

φi,j+1 − φi,j−1

2∆y
(4.3)

abreviadas como D0
xφ. En (4.2) φxx = ∂2φ

∂x2
, y φyy = ∂2φ

∂y2
son derivadas de segundo orden y se calculan

como

∂2φ

∂x2 ≈
φi+1,j − 2φi,j + φi−1,j

(∆x)2
,

∂2φ

∂y2 ≈
φi+1 − 2φi + φi−1

(∆y)2
(4.4)

lo que se abrevia como D+
xD
−
x φ, o D−xD

+
x φ. Para el caso de la dirección y se tiene D+

y D
−
y φ. En este

caso D+
x y D+

y son las diferencia de primer orden hacia adelante (forward difference)
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∂φ

∂x
≈ Dφ+

x =
φi+1,j − φi,j

∆x
,

∂φ

∂y
≈ Dφ+

y =
φi,j+1 − φi,j

∆y
, (4.5)

y D−x , D−y son las diferencias de primer orden hacia atrás (backward difference)

∂φ

∂x
≈ Dφ−x =

φi,j − φi−1,j

∆x
,

∂φ

∂y
≈ Dφ−y =

φi,j − φi,j−1

∆y
, (4.6)

para φxy, y con ∆x = ∆y = h se tiene

D0
x

(
D0
yφ
)

= D0
y

(
D0
xφ
)

=
φi+1,j+1 − φi+1,j−1 − φi−1,j+1 + φi−1,j−1

4(h2)
(4.7)

Formulación para tres dimensiones

Como se mencionó, una de las grandes ventajas de emplear level sets es la facilidad con que el
método general se puede implementar para tres dimensiones. En este caso basta con pensar en una
cuadŕıcula cartesiana de tres dimensiones definida como {(xi, yj , zk) | 1 6 i 6 o, 1 6 j 6 p, 1 6 k 6 q},
y con ∆z = zi+1 − zi. Entonces, para la curvatura κ en tres dimensiones, se tiene

κ = ∇ ·
(
∇φ
| ∇φ |

)
=

(φyy + φzz)φ
2
x + (φxx + φzz)φ

2
y + (φxx + φyy)φ

2
z − 2φxφyφxy − 2φxφzφxz − 2φyφzφyz(

φ2
x + φ2

y + φ2
z

)3/2 (4.8)

donde

φx ≈
φi+1,j,k − φi−1,j,k

2∆x
, φy ≈

φi,j+1,k − φi,j−1,k

2∆y
, φz ≈

φi,j,k+1 − φi,j,k−1

2∆z
(4.9)

Similar al caso de dos dimensiones, ahora en la curvatura en (4.8) se tiene que φzz = ∂2φ
∂z2

y se calcula
como

∂2φ

∂z2 ≈
φi,j,k+1 − 2φi,j,k + φi,j,k−1

(∆z)2
(4.10)

lo que se abrevia como D+
z D
−
z φ, o D−z D

+
z φ.

La aproximación de Godunov [3] se emplea para obtener
(
∂φ
∂x

)2
,
(
∂φ
∂y

)2
y
(
∂φ
∂z

)2
sólo para la dis-

cretización del término Sign(φ0) | ∇φ | en la sección 3.2.4, expresión (3.38) [2]

(
∂φ

∂x

)2

≈


max

[
max(φ−x , 0)

2
,min(φ+

x , 0)
2
]

si a < 0

max
[
min(φ−x , 0)

2
,max(φ+

x , 0)
2
]

si a > 0

(4.11)

aqúı a = Sign(φ0).

4.2. Pruebas del algoritmo en 2D

En este caso se implementa el algoritmo C-V en MATLAB, siguiendo la técnica de [4]. En esta
sección se presentan dos tipos de pruebas, la primera realizada a una imagen artificial y la segunda
empleando las imágenes médicas en formato DICOM de RM.
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4.2.1. Pruebas preliminares, imágenes artificiales

Se genera una imagen y se prueba que el algoritmo en el programa funcione. Una vez hecha esta
comprobación se introducirán las imágenes de RM del mesencéfalo. La figura 4.1 muestra una de
las pruebas realizadas para una figura generada artificialmente.

(a) Imagen generada artifi-
cialmente y la función ini-
cial.

(b) Bordes finales detecta-
dos.

Figura 4.1. Imagen artificial cuyos bordes han sido detectados por una función colocada manual-
mente.

La figura 4.2 muestra la misma imagen con ruido gaussiano. Los contornos se siguen detectando
adecuadamente.

(a) Imagen generada artifi-
cialmente y la función ini-
cial.

(b) Imagen con bordes de-
tectados.

Figura 4.2. Imagen con ruido generada artificialmente y su detección de bordes.

4.2.2. Pruebas sobre imágenes de RM, DICOM

Para realizar las primeras pruebas se usaron diferentes contornos iniciales y cantidades de tiempo
total de evolución de la FLS, en este caso no se optó por usar una medida para comprobar si
la solución era estacionaria. Los motivos de esto se explican más adelante. La reinicialización se
estableció por métodos heuŕısticos. Al final se llegó a las siguientes conclusiones para ser aplicadas
en las pruebas:
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• Cuando se trata de realizar la segmentación sólo de una imagen, es posible manipular de
manera sencilla los diferentes parámetros, ya que no hay dependencia de esta imagen con
ninguna otra. Situación que no sucede al realizar la segmentación en dos dimensiones de un
conjunto de imágenes.

• En el caso del conjunto de imágenes médicas, una vez que la segmentación de la primera imagen
se realiza, la que sigue (de acuerdo al orden natural de los cortes) usará como función inicial
el level set cero (φ0) final de su antecesora. Esto con el fin de hallar una mejor aproximación
de forma inmediata. El órgano en cuestión parece no presentar cambios muy repentinos en su
morfoloǵıa o en su posición conforme se cambia de imagen.

• Dado que en el algoritmo no se introduce ningún tipo de información respecto a la forma
del mesencéfalo, el level set evolucionará sin ninguna restricción hasta que alcance un estado
estable o hasta un cierto tiempo. En cualquier caso detectará todos los bordes que encuentre y
que sea capaz de distinguir. Para mantener la sencillez del algoritmo, se optó por incluir algo
de información de la imagen usando el contorno inicial, de esta forma el level set converge al
mesencéfalo en las primeras iteraciones. Como sólo el tiempo limita la evolución del level set,
éste detectará más zonas, pero si está relativamente cerca del mesencéfalo, en los primeras
iteraciones distinguirá a este órgano sin necesidad de introducir una gran cantidad de tiempo de
evolución. De ah́ı la importancia de una primera aproximación manual cercana al mesencéfalo,
con ello se asegura que en un corto tiempo establecido, el algoritmo sea capaz de detectarlo.

• Si se toma una contorno inicial cercano al mesencéfalo, el ancho de la banda empleada en el
método de narrow band disminuye y por lo tanto el número de operaciones.

• Es posible usar un contorno inicial relativamente lejano al órgano de interés; sin embargo en
este caso es necesario aumentar el ancho de operación del narrow band o incluso el tiempo.

Las imágenes que se emplean en las siguientes pruebas de segmentación, son imágenes de resonancia
magnética T1, se trata de volúmenes de 512×448×176 pixeles, de 16 bits, con una resolución de
0.44921×0.44921×0.9 mm.

Pruebas para una imagen

Se toma una imagen de RM de todo el conjunto, los parámetros usados fueron: µ = 2.5, ν = 0,
ε = 1.5, λ1 = 1, λ2 = 1, ∆t = 0.2, tprop = 3, Niter = 3, Nband/2 = 20 pixeles. Los resultados se
muestran en la figura 4.3.

La figura 4.4 muestra como una función inicial alejada alcanza a detectar el mesencéfalo, aunque
no logra cerrar el contorno en su totalidad, para este caso los valores que se usaron fueron: ∆t = 0.1,
tprop = 7, Niter = 6, Nband/2 = 30 pixeles, los parámetros no indicados permanecen igual que en el
ejemplo de la figura 4.3.

Este último ejemplo ilustra que, aunque el level set no encierre el mesencéfalo es capaz de
detectarlo sin problemas, a cambio de un mayor número de operaciones, ya que hubo que incrementar
la cantidad de tiempo y el ancho del narrow band, aśı como el número de reinicializaciones.
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(a) Función inicial φ0. (b) Función final φ = 0. (c) Acercamiento de φ = 0.

Figura 4.3. Funciones level set cero para una imagen de RM. En (a) el level set incial, (b) y (c)
muestran respectivamente el contorno final en toda la imagen y su acercamiento en la región del
mesencéfalo.

(a) Función inicial φ0. (b) Función final φ = 0. (c) Acercamiento de φ = 0.

Figura 4.4. Función inicial alejada del mesencéfalo para una imagen de RM. En (a) el level set
incial, (b) y (c) muestran respectivamente el contorno final en toda la imagen y su acercamiento en
la región del mesencéfalo.

Pruebas para un conjunto de imágenes

Para un conjunto de imágenes se toma la cantidad total de cortes y se divide en dos, se redondea
si no es un número entero, este valor final será el número de posición del corte inicial tomado para
la segmentación y su función final de level set será φ0i. El siguiente corte del conjunto de imágenes
será una posición arriba del corte inicial, φ0i será ahora el φ inicial de este nuevo corte; la función
final φ de este segundo corte será la función inicial del corte siguiente, y aśı hasta llegar al último,
éste será el subconjunto superior. Para el subconjunto inferior se vuelve a usar φ0i como función
inicial para el corte con una posición inferior al corte inicial y se procede de forma similar que con
el subconjunto superior. Esto se representa en la figura 4.5.
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Figura 4.5. Conjunto de k imágenes, k/2 es el corte inicial para iniciar la segmentación.

En la figura 4.6 se ilustra el resultado de la segmentación del mesencéfalo para un paciente,
sólo se muestran las funciones finales φ0 de tres cortes. En este caso los parámetros usados fueron:
µ = 1.5, ν = 0, ε = 1.5, λ1 = 1, λ2 = 1, ∆t = 0.2, tpropagacion = 5, Niter = 5, Nband/2 = 10 pixeles.
El tiempo total de propagación se divide entre el número de iteraciones, lo que da otro tiempo t2;
este se introduce al algoritmo de C-V. Al terminar el tiempo t2 se tiene una iteración. Para un
conjunto de imágenes también se hizo una reinicialización después de terminar el tiempo t2.
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(a) Función inicial φ. (b) Contornos finales detectados para el
corte inicial.

(c) Contornos finales detectados para el
mesencéfalo. Corte adyacente una posi-
ción arriba del inicial.

(d) Contornos finales detectados para el
mesencéfalo. Corte adyacente una posi-
ción abajo del inicial.

Figura 4.6. Contornos a partir de una función inicial cercana al mesencéfalo.

La figura 4.7 muestra el resultado de usar una función inicial φ0 que no se encuentra demasiado
alejada del mesencéfalo y que apenas contiene una pequeña porción de él. El resultado para el me-
sencéfalo es similar al de la figura 4.6, en estas nuevas funciones finales se detectan los bordes más
cercanos a la función inicial. Se usaron los mismo parámetros que antes, con excepción del ancho
para el narrow band el cual fue de Nband/2 = 15 pixeles.
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(a) Función inicial φ. (b) Contornos finales detectados para el
corte inicial.

(c) Contornos finales detectados para el
mesencéfalo. Corte adyacente una posi-
ción arriba de la inicial.

(d) Contornos finales detectados para el
mesencéfalo. Corte adyacente una posi-
ción abajo de la inicial

Figura 4.7. Contornos a partir de una circunferencia, como función inicial, cercana al mesencéfalo.

Los ejemplos presentados muestran el porqué de una evolución que se detiene por un tiempo
establecido y no otra condición. Como el level set sigue evolucionando y por tanto detectando otros
bordes, alcanzará un estado estable mucho tiempo después de haber encontrado el mesencéfalo.
Estos bordes que no son de interés no es necesario que se detecten, por eso se frena el level set
después de un tiempo razonable, por supuesto al considerar esto se debe colocar el contorno inicial
relativamente cerca del mesencéfalo, si se coloca más alejado lo más conveniente es aumentar el
parámetro de tiempo y el ancho del narrow band. Si se trata de un conjunto de cortes, estas consi-
deraciones deben hacerse por lo menos para el corte inicial.
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Los contornos presentados para una imagen parecen un buen acercamiento al mesencéfalo. Pero
cuando se trata de un conjunto, se vuelve una tarea más complicada, que no ofrece buenos resultados
en todos los cortes. Encontrar el tiempo adecuado para que en todas las imágenes del conjunto, se
detecte correctamente el borde externo del mesencéfalo, es una tarea dif́ıcil.
Se hicieron varias pruebas con tiempos iguales de propagación para cada corte. Se buscó separar
el mesencéfalo en cada uno de ellos. Los resultados mostraron que para las imágenes más cerca del
corte inicial, se obtiene una buena distinción entre el mesencéfalo y órganos cercanos a él (similar
a los de la figura 4.7). Situación que no sucede con las imágenes de los extremos, en donde puede
ocurrir una detección pero ya como una estructura general como se observa en la figura 4.8(a). Al
disminuir el tiempo, se puede ocasionar un problema como el de la figura 4.8(b) en el corte inicial.

(a) (b)

Figura 4.8. Contornos detectados con problemas debido al tiempo de propagación. (a) Problema de
un exceso de tiempo para corregir el problema en 4.8(b). En (b) el problema de un tiempo insuficiente
en la segmentación del primer corte.

4.3. Pruebas del algoritmo en 3D

Ahora se introduce una tercera coordenada en el algoritmo, la subsección 4.1.1 indica las apro-
ximaciones empleadas para tal fin. Para dos dimensiones se teńıa un level set cero como una curva
plana, espećıficamente una circunferencia. En las pruebas siguientes, se usó una esfera, cuyo radio
y centro se eligieron manualmente. Sin embargo, también es posible usar valores de centro y radio
predeterminados, para tal caso el centro se escoge a la mitad de las direcciones x, y y z de las
imágenes y se establece un valor de radio de 50 pixeles.

Es importante mencionar que los resultados mostrados a partir de aqúı tienen un proceso de
selección, por parte del usuario, después de la segmentación. El level set detecta otros contornos
cerca del mesecéfalo. Estructuras que para un experto o alguien con conocimientos en el área de
anatomı́a, no podŕıan ser confundidas por el órgano de interés. En la figura 4.9(a), se muestra un
corte con los contornos detectados por el level set, la figura 4.9(b) muestra el contorno después del
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proceso de selección. De la figura 4.9(a) se observa que el mesencéfalo queda separado de las demás
estructuras y de ah́ı que el proceso de selección sea sencillo.

(a) (b)

Figura 4.9. (a)Contorno antes de ser seleccionado. (b)Contorno final después de la selección.

4.3.1. Pruebas sobre un subconjunto de imágenes de RM, DICOM

Los resultados de las pruebas realizadas se muestran en las figuras 4.10 y 4.11, las imágenes
están ordenadas de izquierda a derecha por renglones en todos los ejemplos. Un acercamiento a
los contornos mostrados en éstas se exponen en las figuras 4.12 y 4.13. Los parámetros empleados
fueron: Ccentro = (208, 297), radio = 20; para el algoritmo µ = 5, ν = 0, ε = 1.5, λ1 = 1, λ2 = 2,
Nband/2 = 10 pixeles, tprop = 5, Niter = 5 y, ∆t = 0.1.
Visualmente se obtienen resultados muy cercanos a la estructura del mesencéfalo. También se puede
apreciar parte de una estructura interna dentro de él. Esto resulta interesante pues, tal como se
señala en el caṕıtulo 1, el mesencéfalo presenta estructuras internas. Hay que aclarar que no se
tomará en cuenta esto para la validación, detectar todas las estructuras internas dentro del me-
sencéfalo está fuera del alcance de esta tesis. Sólo los bordes que delimitan a la estructura completa
son de interés.
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Figura 4.10. Contornos detectados en los siete primeros cortes adyacentes que contienen al me-
sencéfalo.
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Figura 4.11. Contornos detectados en los siete cortes adyacentes siguientes de la figura 4.10.
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Figura 4.12. Acercamiento a los contornos de la figura 4.10.

Figura 4.13. Acercamiento a los contornos de la figura 4.11.
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El último corte de la figura 4.13 muestra un problema al detectar el borde. Lo que sucede es
que existe una parte en donde se tienen niveles de gris muy similares y el algoritmo no detecta la
separación que debeŕıa, se forma una especie de puente entre las estructuras. La figura 4.14 señala
la parte que causa el error. Esta imagen muestra una de las desventajas de los métodos que usan
regiones para detectar bordes.

Figura 4.14. Acercamiento al último corte de la figura 4.13. La flecha indica el puente que se forma
en la imagen, lo que causa el desborde del contorno.
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Caṕıtulo 5

Resultados y Conclusiones

El caṕıtulo 4 contiene algunas pruebas realizadas en las imágenes de RM. A primera vista, se
observan buenos resultados en la detección de los bordes. Ahora, para determinar de manera precisa
la efectividad de los level sets aplicados en los experimentos, se calculará la distancia de Hausdorff
y el coeficiente DICE.
Es importante mencionar que, los resultados para evaluar el algoritmo de C-V en la detección del
órgano, se basarán sólo en las medidas antes mencionadas.
La comprobación de la similitud o variación que existe entre lo detectado de manera semi-automática
y una segmentación manual realizada por un observador, se presenta a continuación.

5.0.2. Medidas de comparación

Distancia de Hausdorff

La distancia de Hausdorff (DH) es una medida comúnmente usada para correspondencia de
formas. Es una distancia definida entre dos conjuntos de puntos. La DH es la distancia máxima de
un conjunto al punto más cercano en el otro conjunto y se define como

h(A,B) = máxa∈Amı́nb∈B‖ a− b ‖ (5.1)

donde a y b son puntos del conjunto A y B, respectivamente, y ‖ a− b ‖ es cualquier norma, como
la euclideana. La DH es orientada, una definición más general es

H(A,B) = max (h(A,B), h(B,A)) (5.2)

que define la distancia Hausdorff entre A y B, mientras que la ecuación (5.1) calcula la distancia
Hausdorff de A a B. La DH se usa en procesamiento de imágenes. Mide la disimilitud de imágenes
sin una correspondencia expĺıcita de puntos [1].

Coeficiente de DICE

El coeficiente de DICE mide el grado de correspondencia y se obtiene por medio de

DICE =
2 (A ∩B)

|A|+ |B|
(5.3)
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donde un valor igual a cero indica que no hay intersección entre las regiones. Un valor de uno indica
correspondencia perfecta. De ah́ı que un número alto en este coeficiente, indique mejor grado de
coincidencia.

5.0.3. Resultados: distancia de Hausdorff y coeficiente DICE

La tabla 5.1 muestra que los bordes externos detectados son una buena aproximación a los
contornos manuales. El coeficiente DICE, entre la forma segmentada semi-automáticamente y la
manual, está en un rango de 0.92284 6 DICE 6 0.98726. Valores que se encuentran muy cerca de
la unidad, lo que indica una buena correspondencia.
El error más grande, como era de esperarse, se tiene en el último corte por el puente que une a las
regiones, tal como se vió en la figura 4.14 del caṕıtulo 4. También se obtiene la mayor distancia de
Haussdorf para este último corte, lo que indica que la distancia máxima entre el conjunto de puntos
con el método C-V, al conjunto de segmentado manual, es de 9.7383. La distancia más pequeña fue
de 2.787

3D
No. de Corte Haussdorf DICE

1 3.6193 0.9801
2 3.1061 0.98726
3 3.5802 0.98396
4 3.4947 0.98656
5 2.787 0.98282
6 3.1252 0.97516
7 2.9841 0.9741
8 2.9297 0.95937
9 4.5818 0.95613
10 4.3751 0.949
11 7.6073 0.94998
12 5.6061 0.9595
13 4.8714 0.96023
14 9.7383 0.92284

Tabla 5.1: Comparación de coeficientes DICE y distancias de Hausdorff para los resultados en tres
dimensiones.

Las figuras 5.1 y 5.2 contienen una comparación de los contornos detectados por medio de level
sets y el de trazado manual. De esta forma se complementa de forma visual los resultados de la
tabla 5.1.
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Figura 5.1. Comparación de contornos C-V y manuales entre cortes adyacentes. La ĺınea continua
y roja indica los contornos del método C-V. En verde y con ĺınea punteada se indican los contornos
de una segmentación manual.
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Figura 5.2. Comparación de contornos C-V y manuales, cortes siguientes adyacentes a los de la
figura 5.1. La ĺınea continua y roja indica los contornos del método C-V. En verde y con ĺınea
punteada se indican los contornos de una segmentación manual.
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5.0.4. Segmentación de otro conjunto de imágenes

Las figuras 5.3 y 5.4, muestran el resultado de aplicar el método de C-V a otro conjunto de
imágenes DICOM. Después, en las figuras 5.5 y 5.6 se muestra un acercamiento de las figuras 5.3
y 5.4 respectivamente. Los parámetros empleados fueron: Ccentro = (140, 189), radio = 50; para el
algoritmo µ = 5, ν = 0, ε = 1.5, λ1 = 1, λ2 = 1, Nband/2 = 13 pixeles, tprop = 6, Niter = 6 y,
∆t = 0.1.

Figura 5.3. Contornos detectados en los siete primeros cortes adyacentes que contienen al me-
sencéfalo.
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Figura 5.4. Contornos detectados en los siguientes siete cortes, adyacentes a los de la figura 5.3.
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Caṕıtulo 5. Resultados y Conclusiones

Figura 5.5. Acercamiento a los contornos detectados en la figura 5.3.

Figura 5.6. Acercamiento a los contornos detectados en la figura 5.4.

Las comparaciones numéricas se presentan en la tabla 5.2. En este caso el coeficiente DICE, entre
la forma segmentada semi-automáticamente y la manual, está en un rango de 0.93953 6 DICE 6
0.98032. Se tiene buena correspondencia ya que estos valores se encuentran muy cerca de la unidad.
El error más grande, se tiene en el último corte, como se ve en la figura 5.6, se incluye otra región
en el mesencéfalo, su cercańıa hace que se detecten juntos. También se obtiene la mayor distancia
de Haussdorf para este último corte que es de 9.14. La distancia más pequeña fue de 1.4195
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3D
No. de Corte Haussdorf DICE

1 2.2169 0.97949
2 1.8828 0.98032
3 1.4195 0.97639
4 1.7697 0.97608
5 2.1661 0.96478
6 1.6684 0.96958
7 1.7611 0.97548
8 3.2167 0.95138
9 2.1956 0.96854
10 2.0596 0.96892
11 3.5561 0.97099
12 3.3838 0.96501
13 1.9121 0.97089
14 9.14 0.93953

Tabla 5.2: Comparación de coeficientes DICE y distancias de Hausdorff para los resultados en tres
dimensiones de otro conjunto de imágenes.

Las figuras 5.7 y 5.8 contienen las comparaciones visuales de la segmentación manual y la
obtenida con el método de C-V.
Las imágenes empleadas en esta comparación, provienen de volúmenes de 320×280×176 pixeles, de
16 bits, con un espacio entre cortes de 0.9 mm.
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Figura 5.7. Comparación de contornos adyacentes C-V y manuales. La ĺınea continua y roja indica
los contornos del método C-V. En verde y con ĺınea punteada se indican los contornos de una
segmentación manual.
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Figura 5.8. Comparación de contornos C-V y manuales adyacentes a los de la figura 5.7. La ĺınea
continua y roja indica los contornos del método C-V. En verde y con ĺınea punteada se indican los
contornos de una segmentación manual.
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5.0.5. Conclusiones

A pesar de un ligero grado de error, el objetivo establecido logra cumplirse, la segmentación del
mesencéfalo se llevó a cabo. Las pruebas se realizaron para cuatro conjuntos de imágenes de RM
tipo T1. Además, la documentación presentada establece una buena base de teoŕıa introductoria a
los level sets. De manera más precisa se tiene lo siguiente:

Los level sets ofrecen una herramienta de implementación sencilla en varias dimensiones, cuyo
rendimiento puede ser mejorado usando técnicas como el narow-band. El método empleado pa-
ra segmentar, deja ver el grado de versatilidad de los level sets. Aunque se presentaron errores y
una pequeña intervención del usuario, resultó ser un método semiautomático que ofrece resultados
aceptables y comparables con los de trazado manual. La intervención del usuario se reduce sólo a es-
coger la región ya segmentada y el centro del level set inicial, no hay necesidad de un trazado manual.

Vale la pena mencionar, que en ningún momento fue necesario usar modelos de entrenamiento.
Algo que si bien podŕıa ser de mucha utilidad en los level sets, representaŕıa para este caso en
particular un obstáculo. Las imágenes de RM a las que se tiene acceso son muy limitadas. Además
aún existiŕıa el detalle de la necesidad de un trazado manual, y no de una imagen, sino de varios
conjuntos de ellas para un resultado más confiable, con aproximadamente catorce cortes por cada
volumen de un paciente. Tampoco se realizó ningún tipo de pre-procesamiento para las pruebas y
resultados.

Las medidas empleadas para la comparación numérica demuestran la efectividad del método
en tres dimensiones. A pesar de que tarda más tiempo es sencillo ajustar el algoritmo para estas
dimensiones y obtener resultados buenos.
En dos dimensiones no se logra hacer la separación clara entre el mesencéfalo y las estructuras
cercanas a él (por eso no se consideró en las comparaciones). El problema que se teńıa era ajustar
los tiempos. Para que el primer contorno se detecte correctamente hay que darle tiempo suficiente,
de otra forma se tiene una mala segmentación. Esto implicaŕıa hacer más consideraciones para el
algoritmo, un tiempo diferente al de las demás imágenes. Como se usaron tiempos iguales para
todos los cortes, si se daba más al primero (para detectar bien la estructura) en los cortes siguien-
tes se terminaba segmentando a más regiones, haciendo que el mesencéfalo terminara uniéndose a
ellas, por su nivel de gris similar. Probablemente esto podŕıa evitarse incluyendo otro level set en el
programa o haciendo más consideraciones para el primer corte. Por eso no fue posible seleccionar
de inmediato al órgano como suced́ıa en el caso de mayor dimensión.
Incluso con los valores preestablecidos en tres dimensiones, para hacer más automático al programa,
se obtuvieron resultados muy similares a los que se teńıa cuando se escoǵıa el radio y el centro de
forma manual. Sin embargo, hay que considerar la variación de las medidas de la cabeza, no siempre
abarca por completo el tamaño de la imagen, por lo que resulta más conveniente seleccionar desde
un inicio el centro del level set para la esfera o la circunferencia.
Los resultados numéricos, los bordes en las imágenes y el proceso de pruebas para llegar a los re-
sultados indican que, al menos para este caso, el uso de level sets para tres dimensiones da mejores
resultados en un tiempo aceptable.

Se mencionó que en las imágenes donde no existe homogeneidad no es posible aplicar el método
de C-V. Para que un órgano completo se detecte, debe tener un nivel de gris relativamente uniforme,
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de otra forma se segmentará sólo parte de él u otra cosa. Desafortunadamente, se generaron errores
aun en imágenes que parećıan ser candidatas adecuadas por su grado de homogeneidad. El pequeño
puente detectado causó el mayor error. Lo que demuestra que, incluso teniendo un nivel de gris
adecuado, se pueden generar errores relacionados a pequeños detalles en la región a segmentar. La
sensibilidad respecto al nivel de gris en las imágenes es una clara desventaja.

5.0.6. Propuestas de mejora

• El problema que se detectó para el algoritmo en dos dimensiones, fue el tiempo de propagación
en cada corte. Aśı que se puede incluir un tiempo diferente para el primer corte, en este caso
seŕıa un poco mayor. Para el siguiente corte se podŕıa disminuir. Es una medida relativamente
viable ya que en general se modificaŕıan sólo los tiempos de propagación para las imágenes,
pero esto significaŕıa tomar consideraciones que haŕıan al proceso de segmentación menos
automático.

• Incluir otra función de level set parece ser otra alternativa para ayudar a que con tiempos de
propagación iguales, se pueda detectar sólo la región que se necesita. Lo anterior implicaŕıa
mayor número de operaciones porque no se manejaŕıa únicamente una función de level set.

• Los contornos externos detectados, pueden ser el inicio para hallar sólo contornos dentro del
mesencéfalo. Se puede hacer que, una vez detectado este órgano, se haga de nuevo el proceso
únicamente en esta región.
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Apéndice A

Cálculo Variacional

Lagrange se dió cuenta de que el problema de minimizar una integral definida requiere de
herramientas espećıficas, diferentes de aquellas del cálculo ordinario. De ah́ı la necesidad del cálculo
de variaciones, que trata con problemas de valores extremos de funciones de integrales, que a su
vez contienen varias funciones como argumentos. A estas funciones se les conoce como funcionales.
Entre las más conocidas está el funcional simple o de primer orden [1]:

I(y) =

∫ b

a
F (y, y′, x)dx (A.1)

con las condiciones de frontera:
f ′(a) = α, f(b) = β (A.2)

El problema es encontrar y = f(x) que hará de la integral I un valor extremo, o por lo menos
dará un valor estacionario. En este caso, en lugar de minimizar una función se debe minimizar
una integral. Euler demostró que el problema puede resolverse por medios elementales sin recurrir
a herramientas de un cálculo espećıfico. Euler y Lagrange obtuvieron de manera independiente la
ecuación diferencial básica del cálculo de variaciones:

∂F

∂y
− d

dx

(
∂F

∂y′

)
= 0, (a ≤ x ≤ b) (A.3)

Sin embargo, el método de Euler puede ser objetable desde un punto de vista muy riguroso,
mientras que el método de Lagrange no presenta este problema [2]. A continuación se presenta en
términos generales este último método.

A.1. Ecuación de Euler-Lagrange

De acuerdo a Lanczos [2] se considera una función y = f(x) que por hipótesis da un valor
estacionario a la integral definida en (A.1). Para probar que en efecto se tiene un valor estacionario,
se tiene que evaluar la misma integral para una función y = f(x) ligeramente modificada y mostrar
que la tasa de cambio de la integral, debido a este cambio en la función, es cero. La función
modificada f(x) puede escribirse en la siguiente forma:

f(x) = f(x) + εη(x) (A.4)
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donde η(x) es una nueva función arbitraria continua y diferenciable. Haciendo uso del parámetro ε
se puede modificar a f(x) en cantidades pequeñas. Con ese propósito se hace que ε se aproxime a
cero. Se comparan los valores de f(x) con f(x) en un cierto punto x de la variable independiente
mediante la siguiente diferencia:

δy = f(x)− f(x) = εη(x) (A.5)

la diferencia anterior δy es llamada variación de la función f(x), δy se refiere a un cambio infinite-
simal de y que produce una nueva función y + δy. Sólo la función dependiente y debe variarse, la
variación de x no sirve a ningún propósito útil (δx = 0). Además, como las ordenadas de los ĺımites
f(a) y f(b) están definidos, estas ordenadas no pueden variar, lo que significa que:

[δf(x)]x=a = 0

[δf(x)]x=b = 0 (A.6)

para la integral definida en (A.1) y sus condiciones de frontera (A.2) se busca su tasa de cambio
causada por la variación de la función y = f(x);

δF (y, y′, x) = F (y + εη, y′ + εη′, x)− F (y, y′, x) (A.7)

= ε

(
∂F

∂y
η +

∂F

∂y′
η′
)

(A.8)

lo anterior es el resultado del desarrollo en series de Taylor del primer término del lado derecho de
la igualdad (A.7) y de despreciar los términos de mayor orden dado que ε tiende a cero. Al evaluar
la variación de la integral definida en (A.1) se obtiene:

δ

∫ b

a
Fdx =

∫ b

a
δFdx = ε

∫ b

a

(
∂F

∂y
η +

∂F

∂y′
η′
)
dx (A.9)

donde para obtener la tasa de cambio de la integral se divide entre el parámetro infinitesimal ε. Por
lo tanto, la cantidad que tiene que desvanecerse para un valor estacionario de la integral I es:

δI

ε
=

∫ b

a

(
∂F

∂y
η +

∂F

∂y′
η′
)
dx (A.10)

esta expresión no es accesible para su análisis posterior, ya que η(x) y η′(x) no son independientes
una de otra, para ello se emplea la integración por partes, transformando la segunda parte de (A.10)
como sigue: ∫ b

a

∂F

∂y′
η′dx =

[
∂F

∂y′
η

]b
a

−
∫ b

a

d

dx

(
∂F

∂y′

)
η dx (A.11)

el primer término se hace nulo, por lo mencionado con respecto a (A.6), pues dado que las funciones
que vaŕıan (y(x)) deben pasar por lo mismos puntos extremos a y b de la función y = f(x), entonces
f(a) = f(a) y f(b) = f(b), y para que esto suceda en la ecuación (A.4) se debe cumplir que
η(a) = η(b) = 0. De esta forma, la expresión (A.10) se convierte en:

δI

ε
=

∫ b

a

(
∂F

∂y
− d

dx

∂F

∂y′

)
︸ ︷︷ ︸

E(x)

η dx (A.12)
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y al escribir la condición para un valor extremo de I se obtiene:∫ b

a
E(x)η(x) dx = 0 (A.13)

la integral se puede anular para funciones arbitrarias η(x), sólo si E(x) se hace cero en todo el
intervalo entre a y b. Entonces:

∂F

∂y
− d

dx

∂F

∂y′
= 0 (A.14)

La ecuación anterior es condición necesaria y suficiente para que la integral I sea un valor
extremo bajo ciertas condiciones de frontera.
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Apéndice B

Variación de Gâteaux

Para encontrar los extremos del funcional en

I(y) =

∫ b

a
F (y, y′, x)dx (B.1)

se puede calcular su derivada (o variación) de Gâteaux e igualar a cero. Se tiene que resolver una
ecuación diferencial para encontrar los puntos extremos de dicho funcional. Entonces, la variación
de Gâteaux de un funcional I : F → < (donde F es un espacio de funciones) se define como [3]:

δI(y; η) : = ĺım
ε→0

I(y + εη)− I(y)

ε
(B.2)

=
∂

∂ε
I(y + εη)|ε=0 , y ∈ F, ε ∈ < (B.3)

donde η es una función de prueba. El lado derecho de la igualdad en (B.3) puede ser interpretado
como la derivada parcial de I en la dirección de η.
Para un punto extremo δI(y; η) = 0, ∀η.

δI(y; η) =
∂

∂ε
I(y + εη)|ε=0 =

∂

∂ε

∫ b

a
F (y + εη, y′ + εη′, x) dx

∣∣∣∣
ε=0

(B.4)

=

∫ b

a

∂F

∂y
η +

∂F

∂y′
η′ dx (B.5)

integrando por partes el segundo término en (B.5):∫ b

a

∂F

∂y′
η′dx =

[
∂F

∂y′
η

]b
a

−
∫ b

a

d

dx

(
∂F

∂y′

)
η dx (B.6)

sustituyendo en (B.5) y usando las condiciones η(a) = η(b) = 0, se tiene:

δI(y; η) =

∫ b

a

(
∂F

∂y
− d

dx

(
∂F

∂y′

))
η dx (B.7)

finalmente, este último resultado muestra que para que la variación de Gâteaux se anule para
cualquier η, se debe cumplir la siguiente expresión (conocida como la ecuación de Euler-Lagrange):
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∂F

∂y
− d

dx

(
∂F

∂y′

)
= 0 (B.8)

Si la solución a la ecuación de Euler-Lagrange se conoce, se resuelve el problema; desafortunadamente
muchas veces una solución cerrada no se puede obtener. Una forma de hacer frente a este problema
es empleando métodos numéricos, en este caso se usará la técnica de descenso más pronunciado,
también llamado el método de gradiente.

B.1. Minimización y producto interno

De acuerdo a Charpiat [4], si se considera la forma y como una curva o superficie, entonces para
poder definir el gradiente del funcional de enerǵıa el primer paso es calcular su derivada de Gâteaux
δI(y; η) en todas las direcciones, esto es, para toda η definida en y. Para escoger el gradiente como
la dirección de la pendiente más pronunciada el espacio de deformación (que es el conjunto de
funciones η), necesita una estructura de producto interno. Esta consideración está en gran medida
ausente en la literatura de contornos activos, la mayoŕıa de los autores, expĺıcita o impĺıcitamente,
asumen que el espacio de deformación se rige por el producto interno L2 en y, el cual es:

〈u | η〉L2 =

∫
y
u(x)η(x)dx (B.9)

si se modela el espacio de deformaciones admisibles como un espacio de producto interno (E, 〈|〉E)
y existe un campo de deformación u ∈ E tal que:

∀η ∈ E, δI(y, η) = 〈u | η〉E (B.10)

entonces u es única y se le llama gradiente de I relativo al producto interno 〈|〉E , se denota como
u = ∇EI(y). Claramente, cada elección de producto interno conduce a su propio gradiente. Esto es
frecuentemente descuidado y la mayoŕıa de los autores se refieren impropiamente a: el gradiente de
la enerǵıa. Por lo que, los clásicos flujos de gradiente reportados en la literatura (curvatura media,
contorno activos geodésicos) son en relación al producto interno de L2.

Esta sección sólo pretende introducir la noción del gradiente en relación con la ecuación de
Euler Lagrange, ya que con esta relación es posible derivar la expresión para encontrar el minimo
del funcional de enerǵıa.
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Apéndice C

Cálculo Variacional para level sets

El método de level set variacional (MLSV) proporciona una manera de integrar la FLS direc-
tamente en el funcional de enerǵıa. El problema de minimización con respecto a una interfase se
establce en forma general como [5]:

mı́n
γ
F (γ) (C.1)

El MLSV introduce la FLS en el funcional de enerǵıa F (γ) al hacer uso de la función delta de
Dirac y Heaviside, de tal forma que los términos de enerǵıa en F se pueden expresar de la siguiente
forma:

∫
Ω1

fdx =

∫
Ω
f(1−H(φ))dx∫

Ω2

fdx =

∫
Ω
f(H(φ))dx (C.2)

| γ |: =

∫
γ
ds =

∫
Ω
δ(φ) | ∇φ | dx

donde f es un funcional dado definido en Ω. La función de Heaviside y delta de Dirac se definen
como:

H(z) =

{
1, si z ≥ 0
0, si z < 0,

δ (z) =
d

dz
H(z)

donde por el MLSV, el problema de minimización en (C.1) se puede reformular como:

mı́n
φ
F (φ) (C.3)

por lo que la ecuación de Euler-Lagrange en (C.3) con respecto a φ es más fácil de ser derivada que
la que se obtendŕıa de C.1 con respecto a γ.
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C.1. Minimización del funcional de Chan-Vese C. Cálculo Variacional para level sets

C.1. Minimización del funcional de Chan-Vese

A continuación se presenta la obtención de la ecuación de evolución de la función de level set
para el funcional propuesto en [6], siguiendo el procedimiento descrito en [7].
De acuerdo a la sección (3.4) correspondiente con el método de segmentación de CV, el funcional a
minimizar es:

F (c1, c2, φ) = µ

∫
Ω
δ (φ(x)) | ∇φ(x) | dx + ν

∫
Ω
H (φ(x)) dx

+ λ1

∫
Ω

(I0 (x)− c1 )2H (φ(x)) dx

+ λ2

∫
Ω

(I0 (x)− c2 )2 [1−H (φ(x))] dx (C.4)

el funcional C-V se reescribirá, para mayor facilidad en el manejo de la notación, empleando φ =
φ (x), I0 = I0 (x). Por otro lado, c1 y c2 se mantienen constantes durante la diferenciación, de tal
forma que (C.4) queda como:

F (φ) = µ

∫
Ω
δ (φ) | ∇φ | dx + ν

∫
Ω
H (φ) dx

+ λ1

∫
Ω

(I0 − c1 )2H (φ) dx

+ λ2

∫
Ω

(I0 − c2 )2 [1−H (φ)] dx (C.5)

donde µ, ν, λ1 y λ2 son constantes que se escogen de acuerdo a los resultados que se desean, c1 y
c2 son los valores promedio dentro y fuera de φ. La diferencial ∂F

∂φ · η de F en la dirección de una
función de prueba η se define como:

ĺım
ε→0

F (φ+ εη)− F (φ)

ε
=
∂F

∂φ
· η (C.6)

y G(φ) = ∂F
∂φ es la derivada de Gâteaux de F (φ), si se expresa el término a la derecha de la igualdad

en (C.6) en forma de producto interno:

ĺım
ε→0

F (φ+ εη)− F (φ)

ε
=

∫
Ω
G(φ) η dx (C.7)

Primero se trabaja el primer término de integral en (C.5), por conveniencia se utilizará el término
R (φ) como:

R (φ) = δ (φ) | ∇φ | (C.8)

aplicando (C.6) en R:

ĺım
ε→0

R(φ+ εη)−R(φ)

ε
=
∂R

∂φ
· η (C.9)

y ahora, de la expresión (C.7):
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ĺım
ε→0

R(φ+ εη)−R(φ)

ε

=

∫
Ω

∂

∂φ
[δ (φ) | ∇φ |] ηdx

=

∫
Ω

[
δ′(φ) | ∇φ | ·η + δ(φ)

∂

∂φ
(| ∇φ |) · η

]
dx

=

∫
Ω

[
δ′(φ) | ∇φ | ·η + δ(φ) ĺım

ε→0

(
| ∇(φ+ εη) | − | ∇φ |

ε

)]
dx

=

∫
Ω

[
δ′(φ) | ∇φ | ·η + δ(φ) ĺım

ε→0

(
| ∇(φ+ εη) | − | ∇φ |

ε
· | ∇(φ+ εη) | + | ∇φ |
| ∇(φ+ εη) | + | ∇φ |

)]
dx

=

∫
Ω

[
δ′(φ) | ∇φ | ·η + δ(φ) ĺım

ε→0

(
| ∇φ+ ε∇η | − | ∇φ |

ε
· | ∇φ+ ε∇η | + | ∇φ |
| ∇φ+ ε∇η | + | ∇φ |

)]
dx

=

∫
Ω

[
δ′(φ) | ∇φ | ·η + δ(φ) ĺım

ε→0

(
(| ∇φ+ ε∇η |)2 − | ∇φ |2

ε (| ∇φ+ ε∇η | + | ∇φ |)

)]
dx

=

∫
Ω

[
δ′(φ) | ∇φ | ·η + δ(φ)

∇φ
| ∇φ |

· ∇η
]
dx (C.10)

aplicando el teorema de Green∫
Ω

a · ∇kdx =

∫
Ω
∇ · (ka)x−

∫
Ω
k∇ · adx

↔
∫

Ω
a · ∇kdx =

∫
∂Ω
ka · ndS −

∫
Ω
k∇ · adx (C.11)

si se sustituye a = δ(φ)
|∇φ|∇φ y k = η, en la segunda parte de la ecuación (C.10)∫

Ω
δ(φ)

∇φ
| ∇φ |

· ∇η dx =

∫
∂Ω

δ(φ)

| ∇φ |
∂φ

∂n
η dS −

∫
Ω
∇ ·
(
δ(φ)

∇φ
| ∇φ |

)
η dx (C.12)

en la expresión anterior ∂
∂n se refiere el operador derivada normal y n es el vector normal unitario

que apunta en la dirección exterior de ∂Ω [8]. Se trata de una derivada direccional:

∂

∂n
= ∇ · n (C.13)

de ah́ı que ∇φ · n = ∂φ
∂n . Al sustituir (C.12) en (C.10):

ĺım
ε→0

R(φ+ εη)−R(φ)

ε

=

∫
Ω

[
δ′(φ) | ∇φ | −∇ ·

(
δ(φ)

∇φ
| ∇φ |

)]
η dx +

∫
∂Ω

δ(φ)

| ∇φ |
∂φ

∂n
η dS

=

∫
Ω

[
δ′(φ) | ∇φ | −δ′(φ)

| ∇φ |2

| ∇φ |
− δ(φ)∇ ·

(
∇φ
| ∇φ |

)]
ηdx +

∫
∂Ω

δ(φ)

| ∇φ |
∂φ

∂n
η dS

=

∫
Ω
−δ(φ)∇ ·

(
∇φ
| ∇φ |

)
η dx (C.14)
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a condición de que δ(φ)
|∇φ|

∂φ
∂n = 0 en ∂Ω.

Continuando con el problema de minimización del funcional CV, y haciendo uso de los resultados
en (C.14), se tiene que (C.5) queda:

ĺım
ε→0

F (φ+ εη)− F (φ)

ε
= µ

∫
Ω

∂

∂φ
[δ (φ) | ∇φ |] η dx + ν

∫
Ω

∂

∂φ
[H (φ)] η dx

+ λ1

∫
Ω

∂

∂φ

[
(I0 − c1 )2H (φ)

]
η dx

+ λ2

∫
Ω

∂

∂φ

[
(I0 − c2 )2 [1−H (φ)]

]
η dx (C.15)

aplicando la derivada con respecto a φ, e introduciendo en el primer término de (C.15) a (C.14):

ĺım
ε→0

F (φ+ εη)− F (φ)

ε
=

∫
Ω
−µδ(φ)∇ ·

(
∇φ
| ∇φ |

)
η dx +

∫
Ω
νδ(φ)η dx

+

∫
Ω
λ1(I0 − c1)2δ(φ)η dx

−
∫

Ω
λ2(I0 − c2)2δ(φ)η dx (C.16)

agrupando los términos se llega a:

ĺım
ε→0

F (φ+ εη)− F (φ)

ε
=∫

Ω
δ(φ)

[
−µ∇ ·

(
∇φ
| ∇φ |

)
+ ν + λ1(I0 − c1)2 − λ2(I0 − c2)2

]
η dx (C.17)

al comparar (C.17) con (C.7), se observa que para todas las funciones prueba η:

∂F

∂φ
= δ(φ)

[
−µ∇ ·

(
∇φ
| ∇φ |

)
+ ν + λ1(I0 − c1)2 − λ2(I0 − c2)2

]
(C.18)

para que se obtengan valores extremos, se cumple que:

∂F

∂φ
= 0 (C.19)

Para resolver el problema anterior, se toman pequeños pasos de un tamaño ∆t en la dirección
contraria al máxima cambio; es decir, contraria al gradiente:

φn+1 = φn + ∆t (−∇F ) (C.20)

de acuerdo a lo expuesto en la sección (B.1), se puede considerar como un “gradiente” (en el sentido
del producto interno de L2), al término del lado derecho de la igualdad en (C.18), por lo que:

∂F

∂φ
= ∇F (C.21)
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entonces, de (C.20), para encontrar el mı́nimo de F (φ):

φn+1 − φn

∆t
= −∇F

∂φ

∂t
= −∇F (C.22)

y dado que ∇F = ∂F
∂φ , podemos escribir

∂φ

∂t
= δ(φ)

[
µ∇ ·

(
∇φ
| ∇φ |

)
− ν − λ1(I0 − c1)2 + λ2(I0 − c2)2

]
(C.23)

La ecuación anterior es el resultado de minimizar el funcional F en (C.5), con respecto a φ, de-
duciendo la ecuación de Euler-Lagrange asociada a φ, ecuación base del método de level sets de
Chan-Vese.
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